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RESUMO

LINS, P.G.C. (2001) Classificagdo de macigos rochosos: Uma abordagem por redes
neurais. Tese (Doutorado). Escola de Engenharia de Sido Carlos,

Universidade de Sdo Paulo. 132p.

Os sistemas de classificagdes de macigos rochosos ¢ as redes necurais artificiais
possuem diversas similaridades. Existem caracteristicas que estdo presentes nos dois
tipos de sistemas: bases de dados sdo usadas para o seu desenvolvimento; ¢ pesos sdo

parte da representagdo do conhecimento.

Os principais sistemas de classificagdes geomecanicas (Sistema Q e RMR) podem ser
escritos como representagdes neurais locais. Tais representagdes permitem uma
melhor compreensio do processo de classificagdo e identificagdo de padroes

realizado pelas classificagdes convencionais.

Experimentos computacionais foram realizados com modelos de redes neurais ndo-
supervisionados ¢ supervisionados. Os modelos néo supervisionados permitiram uma
melhor compreensio da distribuigiio dos dados no espago de feigdes. Um modelo
supervisionado permitiu realizar um mapeamento do tipo de suporte utilizado para
escavagdes subterrineas em todo dominio do espago de feigdes. Importantes relagdes
entre caracteristicas de regides do dominio com o tipo de suporte utilizado foram

encontradas.

Palavras-chave: 1. Classificagdes de Macigos Rochosos. 2. Redes Neurais Artificiais.

3. Escavagoes Subterrdneas. 4. Ttneis.
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ABSTRACT

LINS, P.G.C. (2001) Rock Mass Classification: A neural network approach. Tese
(Doutorado). Escola de Engenharia de Sdo Carlos, Universidade de Sdo

Paulo. 132p.

Rock mass classification systems and artificial neural networks have several
similarities. There is some characteristics present in both systems: data bases are

used in they development, and weights are part of the knowledge representation.

The main rock mass classification systems (Q-system and RMR) can be written as
local neural network representations. This representation helps a better
understanding of the pattern classification and identification process made by the

conventional classifications.

Computational experiments were made with unsupervised and supervised neural
networks models. Unsupervised models allow a better understanding of the data in
the feature space. A supervised model allow to make a mapping of the support type
used in underground excavation in all feature space domain. Important relations

between domain regions characteristics and type of support used were found.

Keywords: 1. Rock Mass Classification. 2. Artificial Neural Networks. 3.

Underground Excavation. 4. Tunnels.



Capitulo 1
INTRODUGAO

1.1 - MOTIVAGAO

A solugdio de problemas da Engenharia Geotécnica ¢ usualmente realizada
através de abordagens tedricas e empiricas. A convivéncia destas duas abordagens
deve-se & existéncia de incertezas na definigdo da geologia ¢ do comportamento do
maci¢o. Nas ultimas décadas ocorreu um notavel avango nas técnicas de prospecgdo
e na compreensio do comportamento do material, entretanto a convivéncia de teoria
e empirismo continua se mostrando importante para o desenvolvimento de projetos

geotécnicos.

A incerteza em relagiio a condigdes geologicas e aos pardmetros geotécnicos €
talvez a mais distinta caracteristica da geomecéanica comparada com outros campos
da engenharia. Isto ¢ evidenciado pelo papel central do "julgamento de engenharia",
adaptavel ao enfoque de projeto € outros procedimentos para delimitar e prevenir-se
contra a incerteza. A profissdo desenvolveu varias estratégias qualitativas que
buscam tratar o problema de maneira mais racional (EINSTEIN & BAECHER,
1982).

No passado, segundo palavras de Terzaghi transcritas por PECK (1969),
apenas duas abordagens eram utilizadas para superar as incertezas: 1) adotar um fator
de seguranga excessivamente alto; ou 2) adotar simplificagdes baseadas na

‘experiéncia’. Estas abordagens apresentam varios problemas; a primeira opg¢do ¢



dispendiosa e a segunda perigosa, além do que a ‘experiéncia’ ¢ um fator que

pertencia a individuos ndo podendo ser repassada a coletividade técnica.

Atentando para essas particularidades de um projeto geotécnico, Terzaghi

sistematizou a abordagem de projeto do “learn-as-you-go”, que recebe a

denominagio de Método Observacional. Segundo PECK (1969) o que caracteriza o

Método Observacional de Terzaghi sdo os oito pontos seguintes:

)

2)

3)

4)

3)

6)

7)

8)

Exploragiio suficiente para estabelecer a natureza geral, padrdes e
propriedades dos depositos, mas ndo necessariamente em detalhe.

Estimativa da condicdo mais provavel e da mais desfavoravel que se possa
conceber para estas condigdes. Nesta estimativa a geologia possui 0 maior
papel.

Estabelecimento de um projeto trabalhando com hipoteses com
comportamento antecipado nas condigdes mais provaveis.

Selecdio de quantidades a serem observadas quando da construcao ¢ calculo
destas com base nas hipéteses de trabalho.

Calculo das mesmas quantidades sob as condi¢des mais desfavoraveis,
compativeis com os dados disponiveis das condigoes de sub-superficie.
Selecdo ou modificagdo, com o avango do curso da agéo, do projeto para cada
desvio significante entre o comportamento observado ¢ o previsto pelas
hipéteses de trabalho.

Medida das quantidades a serem observadas e avaliagdo das condigdes de
campo.

Modifica¢do do projeto para satisfazer as condiges de reais encontradas em

campo.

A aplicagio de cada passo do método depende da natureza e da complexidade

do trabalho (PECK, 1969). Assim como tanto o custo como o tipo de auscultagdo ¢

instrumentagdo deve ser compativel com o custo € o tipo da construgao.

A caracteristica de retro-alimentagio do projeto com informagdes de campo

do Método Observacional de Terzaghi também estd presente em outras Escolas de



projeto. O Novo Método Austriaco de Tiineis (VATM) tem entre os seus principios a
observagdo instrumental para controle da otimizag@o do suporte. Dentro da proposta
do NMT (Norwegian Method of Tunnelling) o projeto preliminar ¢ baseado no
mapeamento de campo, interpretagio de sondagens e geofisica, mas o suporte final ¢
selecionado durante a construgdo do tinel baseado no mapeamento dos afloramentos

e no uso das recomendagdes do Sistema Q.

Os métodos observacionais possuem um ciclo de retro-alimentagdo dos
modelos utilizados no projeto, em tempo de execugiio da escavagdo. Desta forma
ocorre um ajuste no modelo, usualmente nos pardmetros do modelo. Isto se realiza
para que o modelo possa representar a realidade de forma suficientemente fidedigna,
permitindo assim que a execugdo da obra ocorra com seguranga. Retro-alimentagdo,
com ajuste de pardmetros, para corre¢do de erros, ¢ desta forma também que ocorre o
funcionamento do algoritmo backpropagation, utilizado para o treinamento do
perceptron de miltiplas camadas (MLP), que é a rede neural mais utilizada em

aplicagGes geotéenicas.

Todos estes sistemas podem ser identificados como pertencentes a categoria
de método observacionais da classificagdo de BIENTAWSKI (1989) para os métodos
de projeto de escavagdes subterrdneas, que agrupa os métodos de projeto em trés
categorias. Esta divisdio € principalmente didatica visto que € usual aplicar os trés
tipos de métodos em um mesmo projeto. Estas categorias de projeto sio:

1) Meétodos analiticos: o projeto é realizado baseado em resultados de técnicas
de analises como as solugdes analiticas fechadas, métodos numéricos, (MEF,

MDF, MEC, etc.), simulagdes analdgicas (elétricas e fotoeldsticas) e

modelagem fisica.

2) Métodos observacionais: onde fia-se no resultados de instrumentagdo durante

a obra para detectar instabilidade e na analise da interagdo macigo € suporte.

Embora considerado um método separado, ¢ usado para verificar os

resultados e as previsdes dos outros métodos.

3) Meétodos empiricos: utilizam-se estudos de obras anteriores para prever o

comportamento de obras posteriores. Um exemplo classico em Mecénica das



Rochas sdo as classificagdes de macigos rochosos, também conhecidas como

classificagdes geomecéinicas.

Embora as classificagdes sejam "explicitamente" métodos empiricos, elas
estdo presentes nos outros métodos. Para os métodos analiticos as classificagdes
auxiliam na determinagdo de parametros. Como pode ser observado, o NMT possui

uma relagio explicita com o Sistema Q (GRIMSTAD & BARTON, 1993).

Virios novos instrumentos vém sendo utilizadas para a solugdo de problemas
geotécnicos. DUDT (1993) destaca os sistemas especialistas, as redes neurais
artificiais, as abordagens probabilisticas e a 16gica difusa. Neste texto apenas as redes

neurais artificiais serdo objeto de estudo.

As bases do desenvolvimento da teoria das redes neurais artificiais data da
primeira metade do século XX, entretanto foi depois da publicagdo do compéndio
editado por RUMELHART et al. (1986) que a aplicagdo das redes nas mais

diferentes area cresceu rapidamente.

O termo rede neural artificial refere-se a um sem numero de modelos
computacionais que podem “aprender” por extragdo de regularidades de uma massa
de dados. As redes neurais artificiais foram desenvolvidas inspiradas no
funcionamento dos neurénios bioldgicos. Atualmente existem aplicagdes das redes
neurais em diversos ramos do conhecimento: economia, medicina, engenharia, entre

outros.

As redes neurais artificiais possuem diversas caracteristicas que as qualificam
como ferramenta de andlise de problemas geotécnicos. Além da capacidade de
aprendizado uma rede neural possui a capacidade de realizar generalizagdes, isto é,
ap6s a rede aprender caracteristicas de uma categoria geral de objetos baseada em
uma série de exemplos daquela categoria, a rede pode apresentar respostas idénticas
ou similares as respostas treinadas para entradas ndo treinadas. Estas entradas

guardam certas semelhangas com os padrdes de entrada treinados. Algumas redes



possuem a capacidade de sc auto-organizar, realizando generalizagdes sobre os
padroes de entrada utilizados no ftreinamento sem receber nenhuma instrugdo

especifica sobre o que aprender.

A utilizacdo de redes neurais em geotecnia tem sido levantada por diversos
autores. Como exemplo pode-se citar GHABOUSSI (1992) que levanta a
possibilidade de aplicagdes de redes neurais artificiais em: classificagdo de solos,
determinagdio do potencial de liquefagio de depdsitos de areias, elaboragdo de
modelos constitutivos e comportamento do material in situ. No Brasil dentre os
trabalhos pioneiros na utilizagdo de redes neurais em geotecnia pode-se citar o de
DYMINSKY et al. (1995) na claboragiio de modelos constitutivos e o de LOLLO &
ZUQUETTE (1996) que descreviam a perspectiva de utilizagdo das redes neurais no
mapeamento geotécnico através da técnica de avaliagdo do terreno. DYMINSKI
(2000) que utiliza diferentes modelos de MLP para interpretagdo de provas de carga
dinimica de fundagdes, para modelar o comportamento tensdo x deformagdo de
diferentes tipos de solos ¢ para interpretagdo de investigagGes do subsolo. LOLO
(2000) que apresenta os resultados de identificagdo de padrdes de relevo
representados como perfis ¢ modelos digitais. O estudo da literatura mostra que o
leque de aplicagdes é muito mais amplo, conforme pode ser verificado no Capitulo 3

deste texto.

Como pode ser observado neste texto as redes neurais podem ser aplicadas

tanto em abordagens empiricas como em abordagens tedricas.

Cabe distinguir que as redes neurais artificiais distinguem-se da chamada
Inteligéncia Artificial Cldssica, onde se busca a criagdo de heuristicas para a solugio
de determinadas classes de problemas. Estas heuristicas assumem que os problemas
podem ser resolvidos pela aplicagio de seqiiéncias de regras formais para a
manipulagio de simbolos. Este tipo de “processamento simbolico™ ¢é realizado
facilmente por computadores convencionais (CAUDILL & BUTLER, 1990). Para

uma descricdo detalhada das aplicagdes das técnicas de Inteligéncia Artificial



Classica em geotecnia sugere-se os textos de TOLL (1997) e BERNARDI &
SARDINHA (1994).

1.2 - OBJETIVOS E JUSTIFICATIVA

O objetivo principal desta tese é explorar a capacidade de classificagio das redes
neurais artificiais no estudo do problema de classificagdo de macigos rochosos. Tais
classificagdes sdo elaboradas usualmente de forma empirica, buscando relacionar as
feicdes do macico rochoso com o comportamento do macigo quando nele ¢ realizada
uma intervengdio de Engenharia. O formalismo das classificages baseadas em redes
neurais ajuda a compreender como "funcionam" as classificagdes e apontam

caminhos novos para trabalhar com o empirismo na pratica da geotecnia.

Como objetivos especificos tem-se: 1) a avaliagio do funcionamento das
classificagdes geomecanicas convencionais utilizadas no projeto de escavagdes
subterrdneas; 2) buscar relagdes entre as feigdes que caracterizam o0s macigos
rochosos, em termos do seu comportamento de engenharia, e o sistema de suporte

necessario para manter a escavagao estavel.

O desenvolvimento dos sistemas de classificagdes geomecanicas ¢
usualmente feito sem a utilizagdo de nenhuma sistematica especifica. Deve-se
destacar que, se por um lado, existe um elemento subjetivo no desenvolvimento das
classificagdes, por outro lado, as proprias classificagdes, conforme afirma
BIENIAWSKI (1989), constituem-se em uma base comum para compreensio das
caracteristicas e comportamento dos macigos rochosos, permitindo uma melhor
comunicagdo entre os profissionais envolvidos em um projeto em um macigo

rochoso.

Os sistemas de classificagdes geomecanicas e as redes neurais artificiais
possuem similaridades e aspectos interessantes a serem levados em conta conforme

pode ser observado na Tabela 1.1, Ambas sdo desenvolvidas, ou treinadas, a partir de



base de dados de experiéncias anteriores ¢ ambas utilizam pesos no processamento

das informagdes. No momento atual, as classificagdes sdo aplicadas na pratica de

projeto de Engenharia de Macigos Rochosos, ja as redes neurais possuem aplicagdes

potenciais ou académicas. As classificagdes sdo desenvolvidas de forma empirica,

enquanto que as redes neurais possuem uma solida base matematica e metodologica

para seu desenvolvimento. O formalismo encontrado no desenvolvimento das redes

neurais ¢ um dos caminhos para o desenvolvimento dos sistemas de classificagio

geomecénicas em bases menos subjetivas.

Tabela 1.1 — Aspectos relevantes das classificag6es geomecénicas e

das redes neurais artificiais.

Classifica¢do Geomecinica Rede Neural Artificial
Desenvolvida a partir de BD Necessita de BD para treinamento
Utiliza pesos no processamento Utiliza pesos no processamento
Utilizada na pratica de projetos em rocha Aplicagdes potenciais em MR
Desenvolvida empiricamente Desenvolvida com sdlida base
matematica

1.3 - ORGANIZAGAO DA TESE

Esta tese foi dividida em seis capitulos:

e Capitulo I:

e Capitulo 2:

Introdugdo.

Neste capitulo ¢ apresentada uma descrigdo dos tipos de tarefas
que uma rede neural pode desempenhar; um breve histérico; o
funcionamento do neurénio bioldgico; uma descri¢gdo dos
componentes de uma rede neural; os tipos de arquitetura de
redes; os tipos de aprendizagem; a diferenga entre
representagdo local e distribuida; e por fim sdo apresentados

alguns modelos usuais de redes neurais.



Capitulo 3

Capitulo 4:

Capitulo 5:

Capitulo 6:

Os diversos tipos de aplicagdes de redes neurais em geotecnia
sdo descritos: na classificagio de solos; estabelecimento de
correlacdes empiricas; modelos constitutivos; engenharia de
fundagdes; estabilidade de taludes; escavagdes subterrdneas;

geotecnia ambiental ¢ outros tipos de aplicagdes.

O capitulo apresenta a teoria de classificagdes de padroes
utilizando redes neurais artificiais para o desenvolvimento do
modelo. As etapas da construgdo de construgdo de um modelo
de rede neural para aplicagdo em geotecnia sdo apresentadas.
Sdo tracadas ainda consideragdes sobre a representagdo de
dados quantitativos ¢ qualitativos. Por fim os simuladores

utilizados e desenvolvidos especificamente para sao descritos.

O capitulo apresenta um estudo das classificagGes
geomecénicas convencionais para escavagdes subterraneas sob
a Otica das redes neurais artificiais. A modelagem do problema
de classificagio de macigos rochosos ¢ descrita. Um modelo
ndo-supervisionado foi implementado para analisar a
distribui¢io dos dados de casos de obra nos espagos de feigdes
escolhidos. Os resultados permitiram a selegdo de um espago
de feigdes tridimensional que serve de entrada para uma rede
neural que relaciona estes pardmetros com o tipo de suporte
utilizado. Um rede supervisionada foi treinada para permitir o
mapeamento de todo o dominio e a visualizagdo de relagdes
entre as regides do espago de fei¢des ¢ o tipo de suporte

adotado.

O capitulo levanta as principais conclusdes do trabalho e indica

algumas sugestdes para trabalhos futuros.



Capitulo 2
REDES NEURAIS ARTIFICIAIS

2.1 - INTRODUGCAO

O projeto e desenvolvimento de sistemas naturais e artificiais tem exigido dos
profissionais de Engenharia Civil, uma capacidade dc modelar e prever o
comportamento destes sistemas. O comportamento de muitos destes sistemas ¢
governado por miltiplas varidveis ndo-lineares (algumas desconhecidas),
interrelacionadas, exibindo variagio no tempo. Medidas das varidveis apresentam
ruidos ou s3o incompletas, e o ambiente ndo é totalmente controldvel (GARRETT

Jr., 1994).

Numerosos avancgos vém sendo obtidos nos tltimos anos no desenvolvimento
de sistemas inteligentes, particularmente os que tém seu funcionamento inspirado nas
redes neurais biologicas. Pesquisadores das mais variadas disciplinas tém utilizado as
redes neurais artificiais para a solugdo dos mais diversos tipos de problemas.
Destacam-se a resolugio de problemas envolvendo dados incompletos e com ruido,
projeto e controle de sistemas complexos onde o comportamento nao €

rigorosamente conhecido precisando ser estimado.

Visto que muitos dos problemas geotécnicos envolvem sistemas complexos,
dados imprecisos ou ruidosos, a aplicagdo das redes neurais em Geotecnia, mostra-se
bastante promissora. Observa-se esta potencialidade concretizando-se com a grande

quantidade de trabalhos publicados sobre o assunto nos tltimos anos.



Este capitulo apresenta uma descricio de alguns dos principais sistemas
computacionais que atendem pela denominagdo de redes neurais artificiais.
Inicialmente sdo apresentadas algumas das principais vantagens deste tipo de modelo
computacional, um breve historico e uma descrigdo do funcionamento dos neurdnios
biologicos. Segue apresentada uma descricdo dos neurdnios artificiais, tipos de
arquitetura das redes, regras de aprendizado. Por fim sdo apresentadas algumas das

redes mais utilizadas em aplicagdes na Engenharia Geotécnica.

A elaboragio deste texto baseou-se principalmente nos textos de ARAUJO
(1996), BEALE & JACKSON (1990), HRYCEJ (1992), FREEMAN & SKAPURA
(1993), KOVACS (1996) DOWLA & ROGERS (1995); BRAGA et al. (2000) e nos
trabalhos de LIPPMANN (1987), KEMPKA (1994a), KEMPKA (1994b), FLOOD &
KARTAN (1994a), FLOOD & KARTAN (1994b) e JAIN et al. (1996).

2.2 - VANTAGENS DAS REDES NEURAIS ARTIFICIAIS

Os computadores modernos s3o capazes de realizar melhor uma série de
tarefas que o ser humano, como calculos numéricos e outros relacionados a
manipulagio de simbolos. Entretanto os seres humanos séo capazes de realizar bem
melhor outros tipos de tarefas, como por exemplo reconhecer uma pessoa. Pergunta-
se: qual seria o fator responsavel por esta diferenga? A arquitetura de um sistema
nervoso biolégico é completamente diferente da arquitetura do computador
convencional - o computador de von Neumann (Tabela 2.1). Estas diferengas de
arquitetura afetam diretamente o tipo de fungdo que cada tipo de modelo

computacional pode desenvolver (JAIN ef al., 1996).
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Tabela 2.1 - Computador de von Neumann versus sistema neural
biolégico (modificado de JAIN et al., 1996).

Computador de Sistema neural biologico
von Neumann
Processador Complexo Simples
Alta velocidade Baixa velocidade
Um ou poucos Grande nimero
Memoria Separada do processador Integrada com o processador
Localizada Distribuida
Niao-enderegavel pelo conteido  Enderegéavel pelo contetido
Computagdo Centralizada Distribuida
Seqiiencial Paralela
Programas armazenados Aprendizado
Confiabilidade | Muito vulneravel Robusto
Adequagio Manipulagdo numérica e Problemas de percepgdo
simbolica
Ambiente Bem definido Pouco definido
operacional Muito restrito Nio restrito

Numerosos esforgos para o desenvolvimento de programa “inteligentes”
baseado no computador de von Neumann ndo tém resultado em programas
inteligentes genéricos. Inspiradas nas redes neurais biologicas, as redes neurais
artificiais sdo sistemas computacionais altamente paralelos, consistindo em um grande
nimero de processadores simples com muitas interconexdes. Os modelos de redes
neurais artificiais esforcam-se para utilizar alguns principios organizacionais
semelhantes aos que se acreditam existir na mente humana. A modelagem do sistema
nervoso bioldgico utilizando redes neurais artificiais pode trazer também uma melhor

compreensio do funcionamento das fungdes biologicas.

As redes neurais ndo contém dados ou algoritmos com instrugbes em um

sistema de memoria separada. Ao invés disto a rede neural armazena os dados em
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toda a parte da rede em padrdes de peso, interconexo e estados dos neurdnios. Uma

rede neural ndo segue o processo de buscar-executar-armazenar de um computador

digital convencional; o que se tem ¢ que a rede responde globalmente ao estimulo de

um padriio de entrada (CAUDILL & BUTLER, 1990).

Os tipos de tarefas que uma rede neural artificial pode realizar podem ser

reunidos, segundo JAIN ef al. (1996), em sete grupos: classificacdo de padrdes;

categorizagdo; aproximagido de fungdes; previsdo; otimizagdo; memoria enderegavel

pelo contetdo e controle (Figura 2.1). Cada grupo de tarefas é descrito a seguir:

Classificagdo de padroes: a tarefa consiste em relacionar um padrdo de entrada
com uma classe pré-definida (ex.: dado um conjunto de indices fisicos e uma
classificagdo de solos tradicional, pode-se treinar uma rede para reproduzir a
classificagdo);

Categorizagdo: consiste em explorar similaridade entre padrSes e agrupar padroes
conhecidos. Pode-se compreender a categorizagio como um tipo de classificagio
de padrBes ndo-supervisionada (ex.: utilizando uma base de dados criar uma nova
classificagdo de solos);

Aproximagdo de fungdes: consiste em encontrar uma fungfo que represente um
conjunto de dados conhecidos, sendo que estes dados podem apresentar algum
tipo de ruido ou pequenos erros de leitura (ex.: aproximar uma curva tensdo x
deformagéo de uma rocha);

Previsdo: conhecido um conjunto de dados temporais, pode busca-se prever o
proximo acontecimento (ex.: dada uma seqiiéncia de leituras de uma
instrumentagdo de campo, como um inclindmetro, e outras medidas como
precipitagdo ou variagdes na pressdo neutra, prever a proxima leitura);
Ofimizagdo: consiste em dado um objetivo e restrigdes, encontrar, dentro do

conjunto das solugBes factiveis, a solug@o que melhor atende o objetivo (ex.:

12
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Figura 2.1 - Tipos de tarefas que podem ser realizadas pelas redes
neurais artificiais (modificado de JAIN ef al., 1996).



busca de superficie critica na andlise de estabilidade de taludes, ou a solugdo de
alguns problemas de analise limite);

o Memoéria enderegavel pelo conteitdo: é um tipo de aplicagdo onde um padrdo €
relacionado com ele mesmo; assim, caso este padrdo esteja incompleto ou com
ruido, ¢ possivel reconstrui-lo (ex.: conhecido o levantamento incompleto de um
macico rochoso de uma determinada regido, pode-se levantar os dados que faltam
ao levantamento);

o Controle: consiste, em um dado sistema em funcionamento, gerar uma instrugdo
para que o sistema se comporte segundo um modelo de referéncia (ex.: em uma
escavagdo subterrinea com os dados da instrumentagdo, poder-se-ia definir a
forma de avango para que a escavagdo atenda a determinado padrio de

seguranga).

2.3 - HISTORICO

O primeiro modelo matematico de uma rede neural artificial foi desenvolvido
por McCulloch e Pitts em 1943'. Tratava-se de um simples neurénio que trabalhava
em um processo de decisdo ldgica tipo verdadeiro ou falso. No modelo, o neurdnio
era composto de uma simples unidade de processamento, ativada pela soma
ponderada das entradas e a saida computada por uma fungio threshold bi-estavel (0
ou 1). A combinagio de varias unidades poderia, teoricamente, representar qualquer

fungdo logica ou matematica.

Buscando diminuir a distincia entre ciéncia neuroldgica e psicologia, Hebb
em 1949% explica o processo de aprendizagem partindo do seguinte principio:
“Quando o axdnio de uma célula A estd suficientemente préximo para excitar uma

célula B e repetida e insistentemente toma parte na emissao de sinal elétrico da célula

I MCCULLOCH, W.S. & PITTS, W. (1943) A logical calculus of the ideas imminent in nervous acuvity.
Bulletin of Mathematical Bigphysics, 5, p.115-133.

2HEBB, D. (1949) The organization of Bebaroir. Wiley, New York.
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B, algum processo de crescimento ou mudanga metabolica acontece em uma ou
ambas as células tal que a eficiéncia da célula A para fazer a célula B disparar, €

aumentada”.

Rosenblatt em 1958 demonstrou que o neurdnio de McColloch e Pitts
poderia ser treinado para resolver um problema linearmente separdvel, isto ¢, os
conjuntos de classes podem ser separados por um hiperplano, em um niimero finito

de passos. Rosenblatt denominou o modelo treinado de Perceptron.

Widrow ¢ Hoff em 1960* desenvolveram o dispositivo Adaline (adaptative
linear element originalmente denominado de adaptative linear neuron), sendo
modelo utilizado com sucesso como um filtro de processamento de sinais. O modelo
de aprendizagem era associado com o método dos minimos quadrados, sendo
chamado de regra delta, pois delta ou a diferenga entre a saida calculada e a saida

desejada era minimizada.

A publicagio do livio Perceptrons de Minsky & Papert em 1969°
praticamente paralisou as pesquisas sobre redes neurais artificiais durante quase duas
décadas. Neste livro, os autores apresentam uma analise detalhada das capacidades e
limitagdes dos Perceptrons, e demonstram que um Perceptron pode resolver apenas
problemas linearmente separdveis. Assim uma tarefa simples como aprender uma

tabela logica de ou exclusivo (XOR) néio poderia ser realizada por um Perceptron.

A década de 1970 e a primeira metade da década de 1980 foram uma era de

estagnagfo para o desenvolvimento das redes neurais. Entretanto, destacam-se alguns

3 ROSENBLATT, F. (1958) The perceptron: A probabilistic model for information storage and
organization in the brain. Psycological Review, 65. p.386-408.

+ WIDROW, B. & HOFF, ME. (1960) Adaptative switching circuits. In: IRE WESCON
CONVENTION RECORD, New York. p.96-104.

5 MINSKY, M. & PAPERT, S. (1969) Perceptrons: An Introduction to Computational Geometry. MIT Press,
Cambridge.



importantes trabalhos como o de Kohonem, em 1972°, sobre meméria associativa e o
de Hopfield em 1984’ com a aplicagio das redes neurais em problemas de

otimizagio.

A publicagdo de Parallel Distributed Processing: Explorations in the
Microstructure of Cognition, editado por RUMELHART et al. (1986), marca o
renascimento da pesquisa em redes neurais artificiais. Minsky e Papert haviam
realizado uma analise correta do Perceptron; entretanto muitas das limitagdes do
Perceptron foram superadas com o aumento da complexidade da rede,
especificamente, com camadas intermediarias e de uma fungdo threshold nido-linear
para o Perceptron multicamadas, ¢ o algoritmo de aprendizagem backpropagation,

também chamado de regra delta generalizada.

Posteriormente verificou-se que outros pesquisadores haviam desenvolvido
independentemente trabalhos semelhantes, entretanto tratava-se de grupos de
pesquisas em diversas areas, que por vezes duplicavam esforgos sem interfaces.
RUMELHART er al. (1986) tem o mérito de restaurar o crédito do Perceptron,
independentemente da alegacdo da autoria anterior (BEALE & JACKSON, 1990).

Apos o trabalho de RUMELHART et al. (1986), a pesquisa em redes neurais
artificiais teve um crescimento gigantesco. Em poucos anos multiplicaram-se os
modelos de alguns poucos para muitas dezenas. Multiplicaram-se também os campos

de aplicagoes das redes neurais.

¢ KOHONEN, T. (1972) Correladon associative memory. IEEE Transactions on Compnters, C-21, p.353-
359.

" HOPFIELD, ]. (1984) Neurons with graded response have collective cohputadonal properties like
those of two-state neurons. Biophysics, Proc. Nac. Acad. Sa., USA, 81, p.3088-3092
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2.4 - O NEURONIO BIOLOGICO

O cérebro humano ¢ algo extremamente complexo que vem sendo muito
estudado, mas ainda é pobremente compreendido. Nio existem respostas satisfatorias
o suficiente para questdes fundamentais como “o que é minha mente?” ¢ “como eu
penso?”. Existe uma compreensdo basica da operacdo da mente em um nivel
elementar. O cérebro contém aproximadamente 10'° unidades bésicas, os neurdnios.
Cada neurdnio é conectado com aproximadamente 10* outros neurénios. O nimero
de conexdes no cérebro humano ¢ de aproximadamente 10'* a 10", O niimero de
neurdnios ¢ praticamente invariante ao longo da vida, sendo o processo de

aprendizagem comandado pelo aumento da eficiéncia das ligagdes sinapticas.

O neurénio ¢ a unidade basica de processamento do cérebro. Como qualquer
célula bioldgica, o neurdnio é delimitado por uma fina membrana celular que além
da sua fung¢do bioldgica normal, possui determinadas propriedades que sdo essenciais
para o funcionamento elétrico da célula nervosa. A partir do corpo celular, ou soma,
projetam-se extensdes filamentares, os dendritos e o axénio (Figura 2.2). De uma
forma geral o neurénio possui muitas entradas (os dendritos) e uma saida (o axénio).
As entradas ocorrem através de conexdes sindpticas, que se conectam a arvore
dendrital aos axonios de outras células nervosas. Os sinais que chegam por estes
axonios sdo pulsos elétricos conhecidos como impulsos nervosos ou poténciais de
agdo, e constituem a informagdo que o neurdnio processara de alguma forma para

produzir como saida um impulso no seu axénio.

A grosso modo, pode-se dizer que as sinapses sdo regides
eletroquimicamente ativas, compreendidas entre duas membranas celulares: a
membrana pré-sindptica, por onde chega um estimulo proveniente de uma outra
célula, e a membrana pos-sindptica, que € a do dendrito. Nesta regido intersinaptica,
o estimulo nervoso que chega a sinapse ¢ transferido a membrana dendrital através
de substancias conhecidas como neurotransmissores. O resultado desta transferéncia
¢ uma alteragdo no potencial elétrico da membrana pds-sindptica. Dependendo do

tipo de neurotransmissor, a conexdo sera excitatoria ou inibitéria. Uma conexdo
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excitatoria provoca uma alteragcdo no potencial da membrana que contribui para a
formagdo de um impulso nervoso no axodnio de saida enquanto que uma conexdo

mnibitoria age no sentido oposto.

Dendritos l_/
~<—_Sinapse

Corpo da célula
ou Soma

Nucleo

Figura 2.2 - Representagdo esquematica de um neurdénio biolégico.

O axo6nio ou fibra nervosa de um neurdnio ¢ um tubo filamentar delimitado
pela membrana celular. Assim existe uma regifo interior 8 membrana e outra exterior
a ela. Em repouso, isto é, sem a presenga de um impulso nervoso, o interior da
membrana estd a um potencial eletronegativo de algumas dezenas de milivolts em
relagdo ao exterior. Este é o potencial de repouso da membrana. Esta diferenga de
potencial é sustentada por um processo de difusdo assimétrica de ions de sodio e
potassio através da membrana, este processo ¢ conhecido como bomba de sodio.
Quando o potencial da membrana estd menos eletronegativo do que seu potencial de
repouso, diz-se que ela estd despolarizada, ¢ quando estd mais eletronegativa diz-se
que esta hiperpolarizada. O impulso nervoso ou potencial de agdo ¢ uma onda de
despolarizagio de curta duragdo - tipicamente entre algumas centenas de

microsegundos e um milisegundo - que se propaga ao longo da membrana.

A formagdo de um potencial de agdo na membrana axonal ocorre quando a
membrana sofre uma despolarizagiio suficientemente acentuada para cruzar um
determinado valor conhecido como limiar de disparo ou threshold. Trata-se de um

processo de tudo-ou-nada, o potencial sé é concretizado caso o valor do threshold
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seja superado (Figura 2.3). Neste momento a membrana se despolariza rapidamente,
em questio de microssegundos, muito além do valor do limiar e em seguida retorna,
bem mais lentamente, ao valor de repouso. Este fendmeno ¢ o potencial de agéo, que
passa a se propagar ao longo da fibra nervosa, na forma de uma onda néo atenuada,
com uma velocidade de algumas dezenas de centimetros por segundo em fibras néo
mielinizadas a até 150 metros por segundo em fibras mielinizadas. Apds a ocoréncia
de um impulso nervoso, a membrana entra em um periodo conhecido como periodo
de refragdio absoluta, durante o qual ¢ incapaz de produzir um outro potencial de
acdo, independentemente da intensidade da despolarizagdo. Apds este periodo,
persiste um periodo de refragio relativa, correspondendo a uma elevagio no limiar de
disparo que assintéticamente retorna ao seu valor normal. Durante este periodo de
refragio relativa, a fibra é capaz de produzir potencial de agfio porém com

despolarizagdes mais intensas.

sinal de |
saida

ligado

v

desligado

intensidade |
da entrada

limiar
(threshold)

Figura 2.3 - Representagéo do valor limiar (threshold) que a entrada em
um neurdnio deve superar para que a célula seja ativada (modificado
de BEALE & JACKSON, 1990).
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2.5 - COMPONENTES DE UMA REDE NEURAL

Dentro do enorme conjunto de modelos que respondem pela denominagio de
redes neurais artificiais, RUMELHART et a/. (1986) identificam oito aspectos
fundamentais que sdo comuns a estes modelos:

o Um conjunto de unidade de processamento.

o Um estado de ativagdo.

o Uma fingdo de saida para cada unidade.

o Um padrdo de conexdo entre essas unidades.

o Uma regra de propagagdo que propaga os padroes de ativagdo através da
rede de conectividade.

e Uma regra de ativagdo que combinando as entradas que chegam a unidade
com o estado de ativagio corrente produzem um novo estado de ativagio para

a unidade.

e Uma regra de aprendizagem que modifica os padrdes de conectividade por
experiéncia.

o  Um ambiente onde o sistema possa operar.

Os aspectos basicos destes sistemas sdo ilustrados no diagrama da Figura 2.4.
O conjunto de unidades de processamento sido indicadas por circulos no diagrama.
Em cada tempo (¢), cada unidade u; possui um valor de ativagdo, denotado no
diagrama por ai(f); este valor de ativagdo ¢ passado por uma fungdo f; para produzir
um valor de saida o;(f). Este valor de saida pode ser passado através de um conjunto
de conexdes (indicado por linhas e setas no diagrama) para outras unidades do
sistema. Associado a cada conexdo existe um numero real, usualmente chamado de
peso (weight) ou resisténcia (strength) da conexdo, designado por wj, o qual
determina a dimensdo efeito que uma primeira unidade g; tem em uma segunda

unidade a;.
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Todas as entradas devem ser combinadas por algum operador (adi¢do, na
maioria dos sistemas). A combinagdo dos valores de entrada da unidade, e do estado
corrente de ativagdo da unidade, determina através da funcdo F, o novo valor de
ativagdo. Os padrdes de ativagdo ndo sdo necessariamente fixos no tempo,
usualmente os pesos podem ser modificados em fungdo da experiéncia. Desta forma
o sistema pode se desenvolver de uma forma simples para uma mais complexa. O
significado de cada unidade pode mudar com a experiéncia, ¢ o sistema pode

trabalhar de formas totalmente diferentes.

1
f;(aj} /
0

cm 00 +m m 0
net; = Zw,o/(1)
Fungdo de saida Fungdo de ativacdo
Limiar Sigmoide

Figura 2.4 - Componentes basicos de um sistema neural artificial
(RUMELHART et al. 1986).

A definigdo de um conjunto de unidades de processamento constitui-se no
primeiro estagio de elaboragio de um modelo de redes neurais. ARAUJO (1996)
destaca dois aspectos importantes: o primeiro ¢ que cada unidade de processamento
vai guardar semelhangas com uma célula neural bioldgica; o outro aspecto é o
significado que as unidades da rede representam, individualmente ou em conjunto.

Duas formas de representacdo sdo mais utilizadas: representa¢do local e
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representagio distribuida. No primeiro caso cada unidade possui significado préprio
¢ representa um unico conceito ou possui significado mais geral. No caso da
representagiio distribuida, as unidades representam apenas elementos abstratos e o
conjunto delas determina um significado para os padrdes. A idéia de que o
conhecimento pode ser armazenado de forma distribuida entre as unidades € suas

conexdes é uma chave para compreender o funcionamento das redes neurais.

As unidades de processamento podem ser de entrada, escondidas ou de
saida. As unidades de entrada recebem sinais de fontes externas ao sistema em
estudo, as unidades de saida enviam sinais para fora do sistema. As unidades
escondidas processam os sinais, mas nfio possuem contato com o mundo externo ao

sistema. Em alguns modelos as unidades de entrada e saida podem ser coincidentes.

O estado de ativagdo do sistema é primariamente especificado por um vetor
de N numeros reais, a(f), representando o padrdo de ativagdo em um conjunto de
unidades de processamento, em um dado tempo ¢. Existem intimeras possibilidades
para representar o estado de ativagdo das unidades. Os valores de ativagdo podem ser
discretos ou continuos. No caso de valores discretos eles podem ser restritos ou nio a
uma faixa de valores. Valores discretos podem ser binarios, ou restritos a um

pequeno conjunto de valores.

A fungdo de saida, fi(ai(f)), associa o valor corrente do estado de ativagdo da
unidade, a;(f), com um sinal de saida oi(f) (assim, o;(f) = fi(ai(1))). Em notagado
vetorial, o conjunto de valores de saida ¢ representado por um vetor, o(f). Em alguns
modelos o valor de saida é exatamente igual ao valor da ativagdo da unidade, neste
caso a fungiio de saida é a fungdo identidade, f{x) = x. Em outros casos, a fungdo de
saida pode ser um tipo de fungdo threshold, tal fungdo ndo afeta outra unidade a
menos que sua ativagdo exceda um certo valor. A fungdo f pode ainda ser assumida
como uma fung¢dio estatistica, onde o valor de saida da unidade de processamento

depende de uma faixa de probabilidade de ocorréncia dos valores de ativagdo.
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O padrdo de conectividade define como as unidades de processamento se
conectam umas as outras. Este padriio de conectividade define o conhecimento do
sistema e determina como o sistema ird responder a uma dada entrada. Cada conexdo
possui um peso associado a ela. Um peso positivo representa uma conexdo
excitatoria, um peso negativo representa uma conexdo inibitoria e um peso nulo
representa uma conexdo desativada. Uma matriz de pesos W ¢ uma representagdo
conveniente para as conexdes, onde cada elemento da matriz wj determina como
uma unidade ¢; excita, inibe ou ndo afeta uma unidade ;. O padrio de conectividade

representa as sinapses, sendo que o conhecimento esta codificado nestes valores.

A regra de propagagio define como os valores de entrada de uma unidade,
juntamente com a matriz de pesos das conexdes sdo combinados para produzir o
efeito “sentido” pela unidade (chamado de net input). O valor de net input para a
unidade i é denotado por netj(f). Para a maioria das aplicagdes neti(f) € calculado na

forma de uma soma ponderada:
n
net, = Zw,.jxj (2.1)
=l

onde, x; ¢ a entrada na unidade 1;, ¢ w; ¢ 0 peso da conexdo da unidade ; para a

unidade u;.

Embora a forma de computar net;(f) apresentada na Equagéo (2.1) seja a mais
usual, RUMELHART et al. (1986) afirmam que outros tipos de regras de propagagdo
podem ser utilizadas, que podem, por exemplo, processar as entradas de forma

multiplicativa, assim:
n n
net, = Z WUH,‘C s (2.2)
j=t =l

As unidades que se utilizam da Equagdo (2.2) para calculo de net(f) sdo chamadas de

unidades Sigma-Pi.
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A regra de ativagiio produz um novo estado de ativagiio para cada unidade
combinando o net input de cada unidade com o estado de ativagdo corrente. Uma
fungdio F;, toma os valores de ativagdo, ai(f), e do net input, neti(f), para produzir o
novo estado de ativagio. No caso mais simples, onde Fj ¢ a fungdo identidade, pode-
se escrever que a;(f+1) = neti(f). A fungdo F; pode ser de tipos tais como threshold,
sigmoide ou outros. Usualmente o novo estado de ativagdo depende apenas do seu

valor anterior ¢ da entrada corrente. De forma geral, entretanto, pode-se escrever:

alt+1)= Fa(r)ynet(t), net(t),,...) (2.3)

A fungdo F; é chamada de regra de ativagao.

A regra de aprendizagem modifica os padrdes de conectividade permitindo
que a rede aprenda por experiéncia. Em principio isto envolve trés tipos de
modificagoes:

1. O desenvolvimento de novas conexoes.
2. A perda de conexdes existentes.

3. A modificacdo dos pesos entre conexdes existentes.

Em principio, as opgdes (1) e (2) podem ser consideradas como casos
especiais da opgio (3). O peso de uma conexdo pode ser modificado de zero para um
valor positivo ou negativo, o que tem o mesmo efeito do crescimento de uma nova
conexdo. Por outro lado, o peso de uma conexdo pode ser modificado para zero, o

que tem o mesmo efeito da perda da conexdo.

Virtualmente as regras de aprendizado para modelos deste tipo podem ser
considerados uma variante da regra de aprendizado Hebbiana, sugerida por Hebb em
seu livio Organization of Behaviour de 1949. A idéia basica ¢ a seguinte: se uma

unidade, u;, recebe sinais de outra unidade u;; entéo, e se ambas estdo muito ativas, o
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peso da conexio wy, de u; para u;, deve crescer. Esta idéia pode ser representada de

forma mais geral como:
Aw; = g(a,.(t), 2 (t))h(o,.(r),wy) (2.4)

onde £(f) ¢ um tipo de entrada professor para a unidade ;. De forma simplificada, a
Equagdo (2.4) diz que a mudanga na conexdo de 1 para u; ¢ dada pelo produto de
uma fun¢do g(), da ativagiio de «; e da entrada professor £, e de outra fungdo, h(), do
valor de saida de u; e do peso da conexdo w;. Na versdo mais simples do aprendizado
Hebbiano niio existe professor, ¢ as fungdes g ¢ /i sdo simplesmente proporcional aos

seus primeiros argumentos. Assim, tem-se:

Aw; = na;o, (2.5)

onde 1 ¢ uma constante de proporcionalidade representando a taxa de aprendizado.

Uma outra variagdo comum toma h(o,. (t), W, ) =0, (r) €
gla,(0)e(t)= r](tf.(f)—a,.(t)). Esta forma ¢ chamada de regra de Widrow-Hoff, ou

regra delta. Nesta forma a variagdo dos pesos é proporcional a diferenga (ou delta)
entre o estado de ativacdo desejado e o estado de ativagio desejado (ou alvo),

provido por um professor. Pode-se escrever:
Awy; = U(t:(t)_ @ (t))oi (2.6)

A Equagdio (2.6) representa uma generalizagdo da regra de aprendizado do
perceptron, que ¢ um modelo classico de rede neural proposto em 1958 por

Rosenblat.
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Como sera exposto no Capitulo 5 estes aspectos que caracterizam uma rede
neural podem encontrar similaridades nos sistemas de classificagdo de macigos

rochosos.

2.6 - ARQUITETURAS DAS REDES

Os neurdnios de uma rede podem sdo conectados formando sua arquitetura.
Cada conexio entre dois neurdnios possui um peso associado. Baseado no padrio de
conexdes a rede pode ser agrupada em duas categorias:
o redes feed-forward: no padrio de conexdes entre os neurénios ndo existem loops,
isto &, as conexdes sdo unidirecionais ¢ a propagacdo se da para frente;
o redes recorrentes: o padrdo de conexdes admite a existéncia de loops, as
conexdes podem ser bidirecionais e a propagagio pode se dar tanto para frente

como no sentido inverso.

Em redes feed-forward é comum que neurdnios sejam dispostos em camadas.
Um neurdnio de uma camada pode ou ndo ser conectado com todos os neurénios das
camadas seguintes. A Figura 2.5 apresenta algumas redes tipicas de cada categoria.

Cada diferente arquitetura esta associada a um algoritmo de treinamento apropriado.

Os diferentes padrdes de conexdo definirfo diferentes comportamentos da
rede. Em geral, as redes feed-forward sdo estaticas, isto ¢ estas redes produzem um
tinico conjunto de saida quando lhes é apresentado um conjunto de entrada. Por outro
lado as redes recorrentes sdo sistemas dindmicos. Quando um padrédo ¢ apresentado,
a saida ¢ calculada, por causa das conexdes recorrentes a rede € levada a um novo

estado.
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Redes neurais

Redes feed-forward Redes recorrentes \

Perceplron Perceplron Fungao Redes Rede de Rede de Modelos
simples multicamadas | |de base radial| | competlitivas Kohonen Hopfield ART

L

Figura 2.5 - Classificagdo das arquiteturas de redes feed-forward e

redes recorrentes (modificado de JAIN et al., 1996).

2.7 - TIPOS DE APRENDIZAGEM

A habilidade de aprender ¢ essencial em se tratando de inteligéncia. No
contexto das redes neurais o processo de aprendizagem pode ser visto como o
problema de determinagdo dos pesos das conexdes, de forma que, a rede fique apta a
realizar uma tarefa especifica. Uma rede neural usualmente “aprende” a partir de um
conjunto de padrdes disponiveis. Usualmente o processo de aprendizado se da
melhorando com o tempo o desempenho da rede atualizando, de forma iterativa, os
pesos das conexdes. Um dos maiores atrativos das redes neurais ¢ exatamente a sua
capacidade de aprender por exemplos, uma rede pode destacar regras de um conjunto

de padrdes.

Diferentes paradigmas de aprendizado por exemplos geram diferentes formas
¢ quantidades de informagdes sobre exemplos individuais e o objetivo da
aprendizagem. HRYCEJ (1992) divide os paradigmas de aprendizado em trés

grupos:

27



o Aprendizado supervisionado.
e Aprendizado ndo-supervisionado.

o Aprendizado por reforgo.

O aprendizado supervisionado ¢ caracterizado pelo conhecimento exato da
resposta que esta associada a cada padrio de entrada. Em problemas de classificagio
a classe que o padrio de entrada pertence ¢ conhecida. Em problemas de
mapeamento de fungdes, o valor da fungdo ¢ conhecido. Se a associagdo €
completamente conhecida ¢ facil definir uma métrica de erro (o menor erro
quadrético por exemplo) associada a resposta. Isto gera a possibilidade de comparar
o desempenho com a resposta pré-definida (a “supervisio”), mudando a

aprendizagem na dire¢do em que o erro diminui.

Na aprendizagem ndo-supervisionada ndo se tem informagdo sobre o objetivo
do aprendizado; tudo que é aprendido é consequéncia da regra de aprendizado obtida
dos dados de treinamento. Este é o motivo deste tipo de aprendizado ser
freqiientemente referenciado como auto-organizagdo. Este tipo de aprendizagem
pode ser utilizado para detectar regularidade de dados, como a pertinéncia em um
conjunto de padrdes similares ou com caracteristicas altamente semelhantes.
Associagdes realizadas por aprendizagem ndo-supervisionada define representagdes

otimizadas para determinados conteudos.

O aprendizado por reforgo pode ser compreendido como uma combinagdo
dos outros dois paradigmas. Na aprendizagem por reforgo cada padrio estd associado
a uma informag@o (como na aprendizagem supervisionada) mas esta informagdo €
muito restrita. Ela é formada apenas por uma declaragfio, para a resposta associada
ao padrio, do tipo “resposta boa” ou “resposta ruim”. O algoritmo de aprendizagem
deve conseguir realizar as mudangas apenas com este tipo de informagio,
tipicamente realizando as associagdes mais provaveis. Este tipo de aprendizagem ¢

muito semelhante ao processo de aprendizagem dos seres vivos.
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2.8 - REPRESENTAGCOES LOCAL E DISTRIBUIDA

Dada uma rede neural com unidades de processamento simples e algumas
entidades para serem representadas, 0 esquema mais simples ¢ usar um elemento de
computagio para cada entidade. Esta ¢ a chamada representagdo local. E de facil
compreensdo ¢ ficil de implementar porque a estrutura fisica da rede reflete a
estrutura do conhecimento que ela contém. A natureza e simplicidade desta relagdo
entre o conhecimento e sua implementagdo fisica é que faz da representagio local

atrativa (RUMELHART et al., 1986).

Em diversos modelos de redes neurais, incluindo as redes MLP, o
conhecimento ¢ armazenado de forma distribuida. A representagdio distribuida ¢
menos familiar e mais complicada de se compreender que as representagoes locais.
Cada entidade ¢ representada por um padrdo de atividade distribuida sobre vérias
unidades de processamento, ¢ cada unidade de processamento estd envolvida na
representagio de diferentes entidades. RUMELHART er al. (1986) discutem as
principais virtudes das representagdo distribuida, dentre elas: a habilidade de
generalizar respondendo corretamente a situagdes novas, de capacidade de se adaptar

a novos ambientes, e a facilidade de acessar as memoria.

2.9 - ALGUNS MODELOS IMPORTANTES

A seguir sdio apresentados alguns dos mais importantes modelos de redes
neurais artificiais. Os modelos selecionados foram o Perceptron € o modelo Adaline
por serem redes mais simples e de importéncia historica, o Perceptron de Miltiplas
Camadas (MLP), as redes de Fungdo de Base Radial (RBF), redes de Kohonen ¢
redes de Hopfield. Os modelos foram escolhidos buscado apresentar de forma
simples as redes neurais que tém o maior potencial de aplicagio na Engenharia

(Geotécnica.
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2.9.1 - Perceptron

O Perceptron é um tipo de rede feed-forward com uma camada de entrada e
uma camada de saida (Figura 2.5). Todas as entradas sdo ponderadas pelo vetor de
pesos das conexdes e¢ utilizam uma fungdo de ativagdo threshold. A fungdo de

ativagdo ¢ calculada por:

e f[iw,.x,. - o] (2.70),

1 se u=>0
S(u) ={ (2.7b),

Oseu<0

sendo xj 0 iésimo elemento do padriio de entrada, y a saida, w; o peso da conexdo da
iésima entrada e o o threshold da unidade. A ativagdo da unidade de saida pode
possuir, obviamente, dois valores: 0 ou 1. Cada valor corresponde a uma de duas

classes que devem ser separadas.

A regra de aprendizagem do Perceptron é supervisionada. Consiste em uma
simples intuitiva estratégia de mudanga nos pesos caso o padriio seja classificado
erroncamente, isto é, se a ativagdo da unidade de saida, para um dado padrdo de

entrada, niio for igual & classe correta do padriio. A mudanga € realizada utilizando:

—-x; se classe=0

x, se classe=1
Aw, = (2.8).

Esta regra de aprendizagem tem uma importante propriedade. Se todas as
classes sdo linearmente separdveis, os pesos vdo convergir para valores que

representem matematicamente esta separagdao.

30



2.9.2 - Adaline

O modelo Adaline utiliza a regra de Widrow-Hoff, também conhecida como
regra delta. No lugar da fungdo de ativacdo threshold, do Perceptron, € utilizada a
fungdo identidade (isto ¢, a ativagdo da unidade de saida ¢ igual a soma ponderada

das entradas):
y= Z WX, —O (29)
i=l

A regra consiste simplesmente na mudanga dos pesos na dire¢do do menor

gradiente da fungéo erro:

E=(y-1) (2.10)
onde ¢ ¢ a classe correta (0 ou 1). A regra pode ser escrita:

Aw, = (t 4y)x,. (2.11).

Como a eq. (2.10) ¢ convexa, o método do gradiente converge para um
minimo global. Desta forma a regra minimiza o erro quadratico entre as classes
corretas e as obtidas em uma representagdo 0-1. Por outro lado, a regra ndo garante a

distingdo de classes linearmente separaveis.

2.9.3 - Perceptrons de Multiplas Camadas (MLP)

O Perceptron de uma camada tem sérias limitagdes. Ele pode construir
apenas separagdes lineares por hiperplanos, e assim pode distinguir apenas classes

linearmente separdveis. Esta limitagdo, apontada por Minsky & Papert no fim da
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década de 1960, induziu a decréscimo substancial no interesse em pesquisas de redes
neurais artificiais. A superagiio desta limitagdo surgiu com o desenvolvimento do
algoritimo de treinamento backpropagation, (RUMELHART, et al., 1986) que

permite o treinamento de redes de perceptrons de multiplas camadas (MLP).

O algoritmo treinamento backpropagation opera em uma seqiiéncia de dois
passos. No primeiro passo, um padrdo de entrada ¢ apresentado para a camada de
entrada da rede. As atividades resultantes seguem na rede de camada para camada até
que a resposta da rede seja gerada na camada de saida. No segundo passo a saida da
rede é comparada com a saida desejada para cada um dos padrdes apresentados. Se a
saida gerada pela rede ndo for correta, um valor de erro € gerado, ¢ esse erro ¢
passado ou propagado para tras através da rede - da camada de saida de volta para a
camada de entrada, com os pesos das conexdes entre as camadas sendo modificados
com a retro-propagagéo do erro. O procedimento ¢ repetido para todos os padrdes até
que um critério de erro seja atingido ou um numero limite de iteragdes seja

alcangado.

O algoritmo backpropagation permitiu transpor a limitagdo de separabilidade
linear do Perceptron simples. Para isto, foram inseridas uma ou mais camadas entre a
entrada ¢ a saida (Figura 2.6). Estas camadas consistem em unidades de
processamento com fungdes de ativagdo ndo-lineares, tipicamente a fungdo sigmdide.
Classes limitadas por regides convexas podem ser separadas por redes com uma
camada escondida, e regides arbitrarias ndo-convexas podem ser separadas por redes

com duas camadas escondidas (Figura 2.7).

A visualizagdio da separabilidade das classes pode ser melhor observada com
o simples exemplo apresentado por FLOOD & KARTAN (1994a). Trata-se de uma
viga engastada com duas cargas concentradas (Figura 2.8a). O problema que se
deseja resolver ¢é: conhecido o valor das cargas aplicadas determinar se 0 momento,
no ponto A ou no ponto B, serd superior a 500kNm. A rede neural utilizada para
analisar este problema é apresentada na Figura 2.8b, trata-se de um Perceptron com

uma camada escondida, a camada de entrada é composta por dois neurdnios que
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representam as cargas aplicadas, e a camada de saida é composta de um neurdnio que

apresentara o valor 1 caso o momento exceda 500kNm e o valor 0 caso contrario. Foi

utilizada uma fungdo de ativagéo sigmoide.

TSI S
— @ O O O
— @ O O O
Camada Camadas Camada
de entrada escondidas de saida

Figura 2.6 - Arquitetura de um Perceptron de trés camadas (MLP).

Estrutura

Tipos de Problema do Classes com Forma geral
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decisdo emaranhadas
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Figura 2.7 - Interpretagéo geométrica do papel das camadas

escondidas em um espago de entrada bidimensional

(LIPPMANN, 1987).
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Na Figura 2.9a, b e ¢ estdo representados os valores de saida dos neurénios da
camada intermedidria para um intervalo de valores de cargas aplicadas. Na Figura
2.10d ¢ apresentada o somatorio de entradas no neurénio de saida e na Figura 2.9¢
sdo apresentadas os resultados finais do neurénio de saida. Pode-se observar que para
a rede com uma camada de entrada foi formada uma regido de decisdo convexa

(comparar a Figura 2.9 e com a Figura 2.7).
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g 10m

" @ \

—;-O ol
i2 .
Ny

(a) Viga engastada (b) Rede neural

7777z

Carga i2

Figura 2.8 - Problema de andlise estrutural resolvido com uma rede
neural (modificado de FLOOD & KARTAN, 1994a).

Figura 2.9 - Saidas da rede apresentada na Figura 2.9b. (a) Neurdnio

escondido 1; (b) Neurénio escondido 2; (b) Neurénio escondido 3; (d)

Somatdrio das entradas do neurdnio de saida; (e) Resultado final do
neurdnio de saida (FLOOD & KARTAN, 1994a).
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2.9.4 - Rede de Fungdes Base Radial (RBF)

Em determinados tipos de problema ¢ interessante levar em conta a distancia
dos padroes de uma classe no espago de caracteristicas. Para isto pode-se usar uma
fungdo de ativagdo de base radial. A arquitetura de uma rede de base radial pode ser
do tipo feed-forward multicamadas com uma camada escondida, esta possuindo
como fungdo de ativagdo uma fungdo Gaussiana. A fungfo de base radial é centrada
em um ponto especificado pelo vetor de pesos associado com a unidade. A unidade é
ativada caso o padrio esteja na vizinhanga de um ponto associado a esta unidade.
Todas as posigoes e distancias destes nicleos sio aprendidos a partir dos padrdes de
treinamento. Cada unidade de saida implementa uma combinagdo linear destas
fungdes de base radial. Do ponto de vista da aproximacgédo de fungdes, as unidades
escondidas compdem um conjunto de fung¢des que constituem o conjunto base para

representacdo dos padrdes de entrada no espago medido pelas unidades escondidas.

Existem varios algoritmos de aprendizagem para as redes de funcdo de base
radial. O mais usual utiliza um paradigma de aprendizagem hibrido. Ele estima a
posi¢do e distancias dos nucleos utilizando um algoritmo nao-supervisionado; em
seguida por um algoritmo supervisionado, baseado em minimos quadrados,
determina os pesos das conexdes entre a camada escondida e a camada de saida.
Como as unidades da camada de saida sdo lincares, um algoritmo ndo iterativo pode
ser utilizado. Apds esta solugdio inicial um método supervisionado pode ser

empregado para refinar os parametros da rede.

O algoritmo de aprendizagem hibrido das fungdes de base radial converge
mais rapidamente que o algoritmo back-propagation utilizado no treinamento do
Perceptron multicamadas. Entretanto, em muitos problemas, as fungdes de base
radial exigem um grande nimero de unidades escondidas. Isto implica que o tempo
de execugdo (apos o treinamento) seria maior nas redes com fungdes de base radial
que no Perceptron multicamadas. A maior eficiéncia das redes com fungdes de base

radial ou do Perceptron multicamadas depende do tipo de problema.
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2.9.5 - Redes de Kohonen

Existem aplicagdes onde ¢ desejavel que a rede faga sua propria classificagio
dos dados de treinamento. Nestes tipos de problemas podem ser utilizadas redes
auto-organizativas, onde as proprias redes definem seus pardmetros, descobrem
padrdes caracteristicos nos dados de entrada e por fim formam sua propria

classificagao.

As redes de Kohonen, ou os mapas auto-organizativos de Kohonen, utilizam-
se de inspira¢do biolégica no funcionamento do cérebro de animais superiores, onde
regides do cérebro estdo associadas com determinadas fungdes. A rede (ilustrada na
Figura 2.5) é composta basicamente de uma matriz de unidades de processamento,
cada qual conectada com # unidades de entrada. Cada neurdnio calcula a distincia

Euclidiana entre o vetor de entrada x e o vetor de pesos w.

A rede de Kohonen utiliza um tipo especial de aprendizagem competitiva que
define uma vizinhanga espacial para cada unidade de saida. A forma da vizinhanga
pode ser quadrada, retangular ou circular. A aprendizagem ¢ realizada de forma
competitiva, isto é, todos os neurdnios competem entre si e apenas o vencedor € seus

vizinhos tem seus pesos incrementados.

A rede de Kohonen tém aplicagdes em dreas como proje¢do de dados de
multi-variaveis, categorizagdo, processamento de imagem, reconhecimento de voz e

controle de processos.

2.9.6 - Redes de Hopfield

O modelo de Hopfield consiste em um dado nimero de neurdnios, cada um
conectado com todos os outros (Figura 2.5). A rede tem pesos simétricos, isto &, o
peso que liga dois neurdnios é o mesmo em ambos os sentidos. Cada nd possui um

threshold ¢ uma fun¢do de ativagdo binaria (0,1) ou bi-polar (-1,+1). A ativagédo ¢
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calculada como o somatdrio das entradas, ponderada através dos pesos, ¢ subtraida

do threshold.

A ativagdo de todas as unidades ¢ calculada de forma iterativa, utilizando a
fungdo de ativagdo, a rede ira convergir para um estado estavel dependendo das
entradas externas ¢ dos pesos. Este estado estavel ¢ caracterizado pelo minimo de

uma certa fung¢do, freqiientemente chamada de Energia ou fingdo de Liapunov.

A rede de Hopfield € utilizada para armazenamento de padrdes e também em
problemas de otimizagdo. Em problemas de armazenamento de padides, se for
apresentado um padrdo incompleto, previamente armazenado, a rede pode
reconstituir este padrio. Em problemas de otimizagdo, podem ser utilizadas varias
redes associadas, sendo necessario escrever uma fun¢do Energia que descreva o

problema.
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Capitulo 3
APLICACOES EM GEOTECNIA

3.1 -INTRODUGCAO

A aplicagdo de redes neurais para solugdo de problemas geotécnicos tem sido
alvo de diversos estudos. Os primeiros estudos nesse sentido comegaram a destacar-
se no inicio da década de 1990, crescendo exponencialmente nos ultimos anos. Trata-
se de aplicagdes em classificagdo de solos, estabelecimento de correlagdes, modelos
constitutivos, prospec¢do, geotecnia ambiental, estabilidade de taludes, fundagdes,
escavagoes, dentre outros. Neste capitulo sdo apresentados diversas aplicagdes no
sentido de melhorar a compreensdo do processo de modelagem de problemas

geotécnicos através das redes neurais.

O processo de modelagem utilizando redes neurais envolve vérios passos.
Inicialmente € necessario definir o problema, se é um problema de classificagdo,
previsdo, otimizagdo, interpolagio, extrapolagio, etc., ou combinagdo de varios tipos
de problemas. Um segundo passo envolve conhecer a fisica do problema, isto &,
delinear as interagdes e processos do problema de uma forma a esbogar relagdes
entre dados de entrada e dados de saida. No terceiro passo, € necessario estabelecer
uma representagdo apropriada dos parametros que podem ser usados ou medidos. O
quarto passo ¢ o projeto da rede propriamente dita: definigdo do numero de
neurdnios, da arquitetura, fungdes de ativagio, regra de aprendizagem e outros
elementos. O passo final ¢ medir o desempenho da rede, testi-la e estudar sua

sensibilidade (DOWLA & ROGERS, 1995).

38



Os dados utilizados para o treinamento de uma rede podem ter diversas
origens. FLOOD & KARTAM (1994a) destacam cinco tipos de possiveis fontes:

e sintese de dados histéricos;

o observagio direta da situagdo a ser modelada ou de uma situagfo similar;

e consulta a um especialista humano;

o andlises da situagio com um modelo alternativo; e

o analise de um modelo inverso da situagdo em consideragio.

E usualmente necessario algum trabalho de pré-processamento nos dados de
treinamento da rede. Em Perceptrons de miiltiplas camadas este trabalho de pré-
processamento envolve a normalizagdo dos padrdes de entrada em valores entre 0 e
1; isto se deve ao uso da funcfo de ativagdo sigmoide que apresenta como resultados
valores neste intervalo. A normaliza¢io pode ser realizada de uma forma simples,
bastando subtrair do padriio o menor valor do intervalo e dividir pela diferenga entre
o maior e o menor valor do intervalo. Diversas estratégias de pré-processamento dos

dados séo discutidas por CROOKS (1992), STEIN (1993a) e STEIN (1993b).

3.2 - CORRELAGOES

Usualmente a classe do solo € relacionada com seu comportamento. O uso
das redes neurais facilita uma outra possibilidade: relacionar os indices utilizados nas

classificagdes diretamente com o comportamento do solo.

As correlagdes empiricas sfio largamente empregadas para estimar
propriedades dos solos de interesse para Engenharia. Utilizando dados de laboratdrio
ou de campo, as correlagdes sio usualmente determinadas com o auxilio de métodos
estatisticos. As correlagdes ndio tém o objetivo cientifico de conhecer a relagéo
existente entre duas varidveis, seu objetivo é pragmatico: estimar uma varidvel. A

motivagio é, em geral, econdmica. Medir determinadas varidveis ¢ mais barato que

39



medir as varidveis que importam para o projeto. Uma correlagdo ndo ¢ uma
dependéncia funcional, quando se usa uma correlagdo estd implicita uma dispersdo

em torno do valor estimado (HACHICH & NADER, 1992).

Uma rede neural para estimar a condutividade hidraulica de /iners de argila,
de aterros sanitarios, foi desenvolvida por GOH (1995b). O autor utilizou uma base
de dados compilada por BENSON et al. (1994), que compreende informagdes de 67
aterros sanitarios na América do Norte. BENSON ef al. (1994) haviam proposto uma

relagdo dada por:

894
In(K) = —1835-0.08/P - 2878, + 0.02C + 032(G)** + T (3.1),

onde: K é a condutividade hidraulica (cm/s); IP ¢ o indice de plasticidade; S; € a grau
de saturagdo inicial na compactagdo; C ¢ a percentagem de argila; G € a percentagem

de pedregulho; e ¥ ¢é o peso do compactador (kN).

Para o treinamento da rede foram utilizados 31 padrdes e 16 para teste. Das
67 informagdes originais varias continham informagdes incompletas. A saida da rede
era composta por um neurdnio, que representava a condutividade hidrdulica. A
camada escondida era composta por 3 unidades. Foram testadas diversas
combinagdes na composi¢io da camada de entrada. O modelo estudado que
apresentou os melhores resultados era composto por sete unidades na camada de
entrada, compreendendo: IP, G, C, Si, W, LL, ¢ F; onde LL ¢ o limite de liquidez ¢ F

¢ a percentagem de finos.

Os resultados obtidos pela rede s3o comparados com os obtidos pela eq. (3.1)
na Figura 3.1. Pode-se observar que a rede tem seus pontos mais proximos da linha
de igualdade (medido = previsto), os coeficiente de correlagdo da rede sdo mais

proximos da unidade que os da correlagdo convencional.
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Figura 3.1 - Comparagéo entre valores de K medidos e calculados
(GOH, 1995b).

Este tipo de aplicagdio envolve a busca de uma arquitetura para a rede que
melhor descreva o problema. Isto implica tanto na escolha das unidades de entrada e
saida como na otimizagdo do numero de unidades escondidas. A definicio das
entradas e saida envolve o conhecimento da fisica do problema. Quanto ao nimero
de unidades escondidas, existem técnicas para definir seu niimero 6timo, entretanto
estas técnicas ndo estdo bem estabelecidas e o processo de tentativa e erro é o

caminho mais utilizado (GOH, 1997).

O problema de determinagéio da condutividade hidraulica de /iners de argila
também foi modelado através de rede neurais por NAJJAR & BASHEER (1996b). A
base de dados de BENSON et al. (1994) também foi utilizada. NAJJAR &
BASHEER (1996b) trabalharam com duas redes. A primeira apresentava uma
camada de entrada composta por todos os pardmetros disponiveis: LL, IP, ACT
(atividade), G, S (percentagem de areia), C, F, WC (umidade na compactagio), DD
(peso especifico aparente seco), tipo de compactagio (pé de carneiro ou compactador
de pneus), e . O tipo de compactagdo era definido para a rede através de duas
varidveis (SF e RT) que recebiam o valor 0 ou 1, dependendo do equipamento

utilizado em campo. A condutividade hidraulica foi representada pelo seu logaritmo.
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Os resultados da rede foram considerados satisfatorios, apresentando um coeficiente

de correlagdo, para a reta medido = previsto, R?=0.923.

A outra rede estudada por NAJJAR & BASHEER (1996b) possuia na camada
de entrada os mesmos pardmetros utilizados na eq. 3.1 (P, G, C, S;, e W, ). Desta
forma foi comparado o desempenho desta rede com a regressdo de BENSON et al.

(1994), os resultados da rede neural foram superiores.

A determinagdo da umidade 6tima e do peso especifico aparente seco
maximo do ensaio Proctor normal, através de uma rede neural que relacione estes
parametros com diversos indices fisicos foi estudada com sucesso por NAJJAR ef al.
(1996). Os resultados obtidos, quando comparados com correlagdes tradicionais,

foram bastante satisfatérios.

O potencial de liquefag@o de depositos de areias sujeito a agdo de terremotos
¢ influenciado por diversos fatores, entre eles, a magnitude ou a intensidade do
terremoto, as propriedades do solo, a profundidade do depésito de solo, a distdncia
do epicentro, e as propriedades de atenuagdo sismica. E muito complexo o
desenvolvimento de modelos que levem em conta todos estes fatores. Existem
métodos de quantificagio do comportamento sob a ag¢dio sismica desenvolvidos
através da observagido do desempenho dos macigos durante os terremotos (GOH,

1994a).

De posse de dados de vérias observagoes de campo, GOH (1994a)
implementou com sucesso uma rede que indica se o deposito tem potencialidade de
liquefagdo durante um terremoto. A saida da rede era composta por um unico
neurdnio que apresenta valor | caso exista o potencial e 0 caso confrario. Na camada
de entrada a melhor combinagdo utilizou oito informagdes: o valor do SPT,
percentagem de finos, didmetro médio das particulas, tensfio cisalhante dindmica
equivalente, tensdo total, tensdo efetiva, magnitude do terremoto e aceleragdo
horizontal maxima na superficie. O desempenho da rede foi superior a de outros

meétodos.
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Uma modelagem semelhante foi realizada por GOH (1996b), sé que
utilizando o ensaio CPT como parimetro de entrada. Os resultados também foram

superiores aos obtidos por métodos convencionais.

A maioria das classificagdes tradicionais dos solos baseiam-se em indices
fisicos ¢ distribui¢do granulométrica. CAL (1995) desenvolveu uma rede neural para
realizar uma classificagdo de argilas, utilizada na China. Foi utilizado um Perceptron
de trés camadas. A camada de entrada possuia 3 neurdnios que representavam o
indice de platicidade, umidade de saturagdo e percentagem de argila. A camada de
saida era composta de 6 unidades, que representavam o espago das 6 possiveis
classificagdes (na notagdo do autor: heavy clay, light clay, heavy sub-clay, medium
sub-clay, light sub-clay e sub-sand). A camada escondida era composta de 8
unidades. O conjunto de treinamento utilizado era composto de 6 padrdes € a rede foi
testada com outros 20 padrdes, sendo que a rede classificou todos os padroes
corretamente. Para o autor a classificagio de solos por redes neurais abre a

possibilidade de levar em conta outros fatores, como a origem do solo.

AGRAWAL, et al. (1994) apresentam estudos com redes que estimam o
dngulo de atrito e a coesdo de um silte argiloso, partindo do peso especifico seco € da
umidade. Logicamente, a aplicagdo deste tipo de correlagio deve ser feita com muito

cuidado.

3.3 - MODELOS CONSTITUTIVOS

A moderna pesquisa em modelagem dos materiais envolve a descri¢do de
comportamentos  complexos  (como  escoamento  ductil, ruptura fragil,
microfissuragdio, fraturamento, encruamento negativo, etc.) na elabora¢do de

modelos matemadticos que descrevam relagdes entre tensdes e deformagdes. Estes
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modelos sfio constituidos de regras ¢ expressdes matematicas que representam estes
comportamentos variados e complexos (GHABOUSSI ef al., 1991).

Desde os tempos de Hooke até o presente, a elaboragio de modelos
constitutivos segue mais ou menos o mesmo caminho: 1) o material ¢ testado ¢ seu
comportamento & observado; 2) um modelo matematico, que descreve o
comportamento do material, & postulado e seus pardmetros sdo determinados; 3) o
modelo matematico é utilizado para prever o comportamento em outras trajetérias de
tensdo, assim, sua capacidade de previsdo é testada; e 4) o modelo matematico €
modificado e expandido de acordo com comportamentos observados e néo
explicados pelo modelo. As redes neurais artificiais sio um novo paradigma que
permitem representar as relagdes constitutivas dos materiais de uma forma diferente

(GHABOUSSI et al., 1991).

Em comparagiio 4 modelagem tradicional, dois elementos sdo estranhos na
claboragiio de modelos constitutivos através das redes neurais: 1) trata-se de uma
modelagem nfio paramétrica e 2) néo existe compromisso do modelo com as leis da
mecénica. A nfo existéncia de parimetros é estranha para quem estd acostumado
com os modelos convencionais. Entretanto, uma das fungdes dos parmetros, a de
fornecer alguma sensibilidade para a avaliagio do modelo, e pode ser substituida por

estudos com a rede neural.

Existem materiais de comportamentos particulares, para os quais mesmo apds

muitas pesquisas niio foram encontradas relagdes constitutivas que descrevam bem

.

seu comportamento, em varias trajetérias de tensdo. Isto se deve principalmente

D~

complexidade do problema que exige uma enorme parametrizagdo, o que
extremamente dificil, senfio inviavel (DYMINSKY et al., 1996). Nestas situagoes a

abordagem por redes neurais se torna atraente.

A simulacfio por redes neurais do comportamento de um solo residual, em
ensaios de cisalhamento direto, com o solo na umidade natural, é descrita por

DYMINSKY & RIBEIRO (1995). A rede utilizada era composta de trés unidades de
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entrada que representavam a tensdo normal, o indice de vazios inicial, ¢ o
deslocamento horizontal adimensional imposto; na camada de saida € representada
apenas a tensdo cisalhante. Na camada escondida foram utilizados 10 neurénios.
Como pode-se observar na Figura 3.2 a rede reproduziu bem tanto os ensaios
utilizados no treinamento como os utilizados nos testes. DYMINSKY et al. (1996)

apresentam resultados semelhantes para ensaios realizados com o solo submerso.

O comportamento de uma areia em um ensaio triaxial consolidado
isotropicamente ndo-drenado foi modelado por ELLIS ef al. (1995). Na camada de
entrada estavam representadas a tensfio efetiva normal (o’y;), deformagdo (e;) e
pressdo neutra (i;) no tempo #; a tenséio confinante (o3), a densidade relativa inicial
(Dr), o coeficiente de uniformidade (Cu) e o pardmetro que reflete a histéria de
tensdio prévia. Um valor de incremento de deformacgfio constante foi adotado no
conjunto de treinamento. A saida da rede era composta pela tensdio efetiva normal
(s’ Li+1), pressdo neutra (u;+) no tempo i+1. A rede conseguiu reproduzir € prever bem
os ensaios, sendo que a previsdo da curva tensfio x deformagéo foi melhor que a

curva pressdo neutra x deformagao.

Para modelar ensaios ciclicos ELLIS ef al. (1995), incluiram na entrada da
rede dois pardmetros que indicavam se a rede estava em uma situagio de
carregamento, descarregamento ou recarregamento. PENUMADU (1996) afirma que
para esta modelagem a estratégia de GHABOUSSI ef al. (1991) néo apresentou bons
resultados. Esta estratégia consiste em incluir na entrada da rede dados relativos ao

estado de tens@o e deformagfio nos tempos i-1 € i-2.
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Figura 3.2 - Rede neural e resultados experimentais (discretos) e
simulados (continuos) de ensaios de cisalhamento direto
(DYMINSKY & RIBEIRO ,1995).

3.4 - PROSPECGCAO

A interpretagdo de investigagdes de campo, particularmente quando sdo
aplicados métodos geofisicos, ¢ muitas vezes realizada com auxilio de ferramentas
geoestatisticas, como a krigagem ordinaria por exemplo. ZHOU & WU (1994)
utilizaram uma rede feed-forward para determinar a eleva¢do do topo rochoso.

Foram utilizados resultados de um levantamento realizado com sismica de refrago.
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A rede era composta de uma camada de entrada de trés unidades, onde
estavam representadas as coordenadas X, Y e a elevagiio da superficie do terreno. A
saida da rede representava a elevagdo do topo rochoso. Foram utilizados duas
camadas escondidas com 22 unidades. O resultado apresentado pela rede, no geral,
foi bastante semelhante ao da krigagem. Entretanto, a rede gerou uma topografia

mais suave e mais razoavel considerando a continuidade do macigo rochoso.

Um ponto que deve ser destacado é que a rede de ZHOU & WU (1994), ao
contrario da krigagem, ndo relacionou apenas as coordenadas com a elevagiio do
topo rochoso; levou em conta também a posi¢do da superficie topografica, o que
pode ser uma vantagem. A facilidade da rede em considerar multiplas varidveis pode

permitir uma descri¢do do macig¢o de uma forma mais ampla.

A identifica¢do do tempo de viagem das ondas, em ensaios sismicos, foi
automatizada com sucesso por THILL et al. (1992). A rede foi treinada relacionando
o resultado de 3 canais de um sismograma com tempo do primeiro pico positivo da

onda. A rede foi capaz de identificar o tempo de viagem nos outros canais.

Os métodos elétricos de prospec¢do geofisica utilizam interpretagdes do
perfil de resistividade aparente para identificar a composi¢do das camadas de sub-
superficie. PEZESHK, et al. (1996) treinaram uma rede, com o algoritmo
quickprogagation, para discriminar argila e areia, partindo do perfil de resistividade
aparente. Cada regido do perfil era identificada na camada de saida, composta por um
neurénio, com um valor | para argila e 0 para areia. Cada padriio de entrada era
composto pelo valor de resistividade média e seu desvio padrdo, para a regido e as
regides imediatamente anterior e posterior (Figura 3.3). O conjunto de treinamento
foi composto de parte de um perfil classificado por um especialista. A rede
classificou um outro perfil de forma coerente com a classificagiio realizada pelo

especialista humano.
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PENUMADU et al. (1994) estudaram com uma rede neural o ensaio
pressiometrico, modelando o comportamento dependente do tempo de ensaios em
argila. A rede foi capaz de simular o comportamento do ensaio em varias velocidades

de carregamento.

0 - argila
1 - areia

Resistividade
Aparente

Figura 3.3 - Rede neural e representagéo perfis de resistividade
aparente utilizados por PEZESHK et al. (1996).

3.5 - ESTABILIDADE DE TALUDES

Uma andlise da distribui¢do espacial de estabilidade de taludes foi realizada
por XU & HUANG (1994). A abordagem dada ao problema assemelha-se a das
classificagdes geomecanicas de macicos rochosos. Um total de quatorze
caracteristicas, que reconhecidamente influenciam na estabilidade, sdo levantadas
pelos autores ¢ o talude recebe, dos autores, uma classificagdo entre cinco niveis de

estabilidades. A rede tem como entrada as quatorze caracteristicas e como saida
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cinco unidades, sendo que apenas a unidade referente a classe a qual pertence o
padriio ¢é ativada. Todas as variaveis foram representadas de forma bindria. A camada
escondida possuia 10 neurdnios. A rede foi treinada com 10 padrdes e testada com

outros 10 padrdes, sendo capaz de classificar corretamente as classes de estabilidade.

O acompanhamento da instrumentagio de dois movimentos de massa,
utilizando redes neurais, foi apresentado por MAYORAZ et al. (1996). Os
movimentos ocorreram em La Chenaula, Suiga e Sallédes, Franga. Em La Chenaula a
espessura da massa em movimento era de aproximadamente 12 m, de um material
mole, de alta plasticidade, sobre um substrato rochoso. Em dezembro de 1980 foram
instalados varios de inclindmetros, dos quais foram registradas leituras mensais. Foi
acompanhado o desenvolvimento das pressdes neutras. Os dados de precipitagio
foram obtidos de uma estagio meteoroldgica proxima. Em abril de 1983 ocorreu uma

aceleragdo catastrofica, atingindo uma velocidades média de 5 m/dia.

O movimento em Sallédes compreendia uma area com 250 m de extensdo,
composto por uma camada de argila com aproximadamente 6 m de espessura. Ao
contrario do deslizamento de La Chenaula, ndo foi caracterizado um movimento
catastrofico, mas um lento com variagdo da velocidade. A instrumentagdo deste
movimento contou com um sistema automatico de aquisigdo de dados, o que
permitiu o levantamento continuo de precipitagdo, pressio neutra, e deslocamentos,

entre 1988 e 1992,

A rede neural utilizada para modelar este problema tinha como pardmetros de
enfrada: a precipitagio acumulada da semana anterior, das duas ¢ quatro ultimas
semanas; a precipitagdo média nos 7, 14, 21 e 28 dias anteriores; a pressdo neutra
média lida no periodo de cinco dias, e nos dois periodos anteriores; € a velocidade
média dos dois dias anteriores. Como saida apresentava a velocidade média prevista
para os proximos dois dias. Sfo no total 12 entradas e uma saida. A qualidade das

previsdes de velocidade em La Chenaula pode ser observada na Figura 3.4.
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Figura 3.4 - Previsdo das velocidades de movimento em La Chenaula
(MAYORAZ et al., 1996).

3.6 - ESCAVAGOES

O conjunto de treinamento pode ser gerado por um modelo do problema ja
bem sedimentado. Utilizando resultados de diversas simulagdes por elementos
finitos, GOH et al. (1995) treinaram uma rede para prever o maximo deslocamento
horizontal em escavagdes escoradas. A vantagem de utilizar uma rede neste caso esta
no fato de que, depois de treinada a rede, pode-se “utilizar” o modelo com um custo
computacional bem menor. Na otimizag¢do do projeto, este tipo de abordagem torna-
se interessante, ver por exemplo HAJELA & BERKE (1991) e RAMASAMY &
RAJASEKARAM (1996).
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No caso do trabalho de GOH et al. (1995), mesmo com a facilidade atual em
realizar andlises por elementos finitos, o tempo de geragdo da entrada e de
processamento da rede ¢ muito inferior ao de uma analise por elementos finitos. A
utilizagdo da rede torna-se bastante atraente, principalmente, em analises

preliminares e estudos paramétricos.

A rede de GOH et al. (1995) apresentava como pardmetros de entrada a
largura da escavagdo B (m), a razdo entre espessura do solo e largura da escavagdo
T/B, a rigidez do muro EI (MNm?/m), altura da escavagdo H (m), resisténcia ao
cisalhamento nao-drenada do solo S, (kPa), a razdo entre o modulo de elasticidade
nao-drenado e a resisténcia ndo-drenada (£,/S,), ¢ o peso especifico do solo y
(kN/m?). Na camada de saida uma unidade representava o maximo deslocamento
horizontal & (m). A Figura 3.5 ilustra os parametros. Os autores destacam que a
rigidez das escoras ndo foi incluida na simulagdo por ser um pardmetro de pequena
influéncia no deslocamento horizontal. Tanto em relagdo aos conjuntos de
treinamento e teste como na simulagdo de casos reais a rede apresentou resultados

encorajadores.

S NN SNSNNNN

\\\1\\ NN

LW W i W W W W W W W W U W W W W W W W W W W W N W N i W W W L W

Figura 3.5 - Geometria da escavagéo escorada.
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Durante o processo de construgéio de tuneis o controle dos deslocamentos ¢
um ponto chave para garantia da economia ¢ seguranga da obra. O resultado da
instrumentagio da prépria obra ¢ o conhecimento das propriedades geologicas e
geotécnicas do macigo sdio elementos que associados a uma rede neural podem servir

de base para a previsdo dos recalques durante o processo de construgdo.

O resultado da instrumentagéo do tinel do Metrd de Brasilia for utilizado por
SHI et al. (1997) para um estudo de previsdo de recalques durante o processo de
escavagio. O tinel conta com 6.5km de extensdo, com um didmetro médio de 9.6m
sendo escavado a pequenas profundidades em argila porosa. A maior parte da
escavagio foi realizada segundo trés processos construtivos: avango a segdo plena,

avango parcializado com arco invertido provisorio e galeria lateral.

A rede elaborada por SHI ef al. (1997) apresentava como pardmetros de
entrada: posigio da escavagdo (Dr), cobertura (H), relagio cobertura didmetro (H/D),
area da secdo do tinel (4), atraso de fechamento do arco invertido (X), profundidade
do nivel d’agua (WL), velocidade de avango (AR), processo construtivo (C), SPT
médio no topo do tunel (Ne), SPT médio no nivel do tunel (Ns) e SPT médio no nivel
no arco invertido (Nc). Na saida da rede foram representados o recalque na passagem
da frente de escavagiio (S.), o recalque no fechamento do arco invertido (S;) € o
recalque final estabilizado (Sy). Foram testadas diversas configura¢des para as
camadas escondidas, sendo que a escolha recaiu por uma camada escondida com 24
neurdnios. As Figuras 3.6 e 3.7 ilustram os pardmetros geométricos e a rede

utilizadas na modelagem.

A representagiio do processo construtivo foi o ponto especial da modelagem.
A representagio numérica do processo nfio se mostrou satisfatoria, isto levou os
autores a uma modulagdo da rede. Nesta abordagem cada processo construtivo era
representado por um mdédulo, treinado testado separadamente, para cada conjunto de
padrdes relativos ao processo. Apds treinados os modulos foram associados em um

unico sistema.
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Figura 3.6 - Parametros geométricos da modelagem de SHI et al. (1997).

A rede foi treinada com os dados relativos aos 6km iniciais da escavagido e
testada com os dados dos ultimos 500 m. A Figura 3.8 apresenta o recalque maximo
apOs a estabilizagdo medido e determinado pela rede para o conjunto de treinamento.
A Figura 3.9 apresenta os mesmos resultados para o conjunto de teste. Estes

resultados s@o considerados pelos autores como previsdes de alta precisio.

WL —_— Camadas e O
. escondidas Ss

Figura 3.7 - Representagédo esquematica da rede utilizada por
SHI et al. (1997).
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Figura 3.8 - Resultados para o conjunto de treinamento da previséo do

recalque maximo estabilizado (SHI et al., 1997).
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Figura 3.9 - Resultados para o conjunto de teste da previsdo do

recalque maximo estabilizado (SHI et al., 1997).

Em um trabalho posterior ORTIGAO & SHI (1997) apresentam uma analise
de sensibilidade buscando uma melhor compreenséo da importancia dos parametros
de entrada. Estas andlises foram realizadas fixando todas os dados de entrada e

variando apenas um parametro.
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A Figura 3.10 mostra o efeito da velocidade de avango nos recalques. 0]
grafico estd adimensionalizado pelo didmetro do tinel. Nota-se que a curva,
inicialmente constante, tem um acréscimo nos recalques com o aumento da
velocidade de avango, o que o autores consideraram estranho e questionaram a
validade da extrapolagdio. Quando a curva entra em valores de velocidade de avango
da ordem dos praticados a curva tem um comportamento esperado, ou seja, um

decréscimo nos recalques com o aumento na velocidade de avango.

O efeito do atraso no fechamento do arco invertido e da profundidade relativa
nos recalques ¢ apresentado na Figura 3.11. Como era esperado, os recalques
aumentam com o aumento do atraso no fechamento do arco invertido. Um ponto
destacado pelos autores é que a curva de recalques tem um valor minimo para
profundidades relativas préximas ao intervalo 1.1-1.2. ORTIGAO & SHI (1997)
apresentam ainda outras anélises de sensibilidade, que ndo sdo reproduzidas aqui,

envolvendo principalmente o valor do SPT.
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Figura 3.10 - Efeito da velocidade de escavagéo nos recalques
(ORTIGAO & SHI, 1997).
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Figura 3.11 - Efeito da profundidade relativa e do atraso no fechamento

do arco invertido nos recalques (ORTIGAO & SHI, 1997).

O projeto preliminar de escavagdes em rocha tem nas classificagdes
geomecdnicas uma importante ferramenta. LEE & STERLING (1992)
desenvolveram um sistema, utilizando rede neurais, para identificar provaveis modos
de ruptura em escavagdes subterrdneas que guarda semelhangas com as

classificagdes tradicionalis.

O sistema desenvolvido por LEE & STERLING (1992) tem caracteristicas de
uma memdria auto-associativa, isto €, a rede relaciona as caracteristicas geologicas e
o modos de ruptura com as proprias caracteristicas ¢ modos de ruptura, conforme
pode ser observado na Figura 3.12. Os autores consideram que o sistema se mostra
capaz de dar resposta com éxito para os problemas em um nivel competitivo de um
humano. STERLING & LEE (1992) apresentam uma atualizag@io deste sistema com

0 acoplamento de um sistema especialista.

YANG & KIM (1996) apresentam um sistema para determinagdo de
propriedades de um macigo rochoso, utilizando uma arquitetura de redes neurais
semelhante ao de LEE & STERLING (1992). A diferenga ¢ que os modos de ruptura

ndo sdo incluidos na rede. Desta forma, o sistema ¢ capaz de inferir dados
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geoldgicos, para levantamentos incompletos. Os estudos de classificagdo de macigos

rochosos com redes neurais sdo discutidos em detalhe no Capitulo 5.
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Figura 3.12 - Representagao da rede utilizada por
LEE & STERLING (1992).

Um sistema inteligente para projeto otimizado de estruturas subterrineas ¢
descrito por FENG et al. (1997). O sistema utiliza dados de levantamento geol6gico
e ensaios in sifu para realizar, inicialmente, uma classificagio geomecanica ¢ um
zoneamento do problema. Em seguida o sistema permite a adogdo de uma das trés
seguintes abordagens de projeto: 1) projeto empirico baseado em um sistema
especialista acoplado com uma rede neural; 2) combinagéo entre o projeto empirico e
métodos numéricos; ¢ 3) o projeto elaborado ¢ refinado com calibragdo utilizando

resultados de monitoragdo de campo.

SELLNER (2000) propds um sistema para estimar os deslocamentos durante

a abertura de um tunel. O trabalho se utiliza de fungdes analiticas, anteriormente
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definidas, que consideram a dependéncia do tempo ¢ o efeito do avango da frente de
escavagdo. Uma rede neural foi utilizada para relacionar os pardmetros das fungdes
com as propriedades geoldgicos e geotécnicas dos macigos. O método foi aplicado

COm SUCESSO em campo em escavagdes na Austria.

3.7 - FUNDACOES

O uso de formulas empiricas e semi-empiricas para previsao da capacidade de
carga de fundagdes é uma préitica corrente. As redes neurais podem ser uma nova
ferramenta para elaboragiio deste tipo de correlagdo. LEE & LEE (1996), utilizando
dados da literatura, treinaram e testaram uma rede que relacionava a capacidade de
carga de estacas cravadas com a relagio comprimento sobre didmetro, SPT médio ao
longo do fuste, SPT médio na regifio da ponta, a nega (mm/golpe) e energia de

cravagdo (kJ).

A capacidade de previsdo da rede foi comparada com uma equagio baseada
no SPT, tendo apresentado um desempenho superior. O maximo erro na previsdo da

capacidade de carga ndo excedeu 25%. O tipo de solo nio foi levado em conta.

Um estudo para determinagio de capacidade de carga em estacas cravadas em
argila foi apresentado por GOH (1995a). O autor testou vérias arquiteturas de rede
para determinacio da capacidade de carga. As quatro arquiteturas possuiam como
camada de entrada: 1) resisténcia ndo-drenada (S,) tensdo efetiva vertical média
(6’ m); 2) Sy e comprimento da estaca (L); 3) Sy, 6’me L; €4) Sy, S'm, L © diametro da
estaca (D). Os dados para treinamento e teste eram oriundos de provas de carga
relatadas na literatura técnica. A rede apresentou um desempenho superior na
previsio da capacidade de carga em relagdo a métodos convencionais. Uma excegao
se faz em relagdio 4 terceira arquitetura testada, que teve o coeficiente de correlagdo
(da reta medido = previsto) um pouco inferior a um dos métodos convencionais, para

o conjunto de treinamento; ja no conjunto de teste o desempenho foi superior.
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Uma rede neural, @ priori, ndo ¢é originada a partir de um principio fisico que
rege um determinado problema. Nada impede que na claboragdo da arquitetura da
rede seja utilizado como referéncia um modelo ja existente, que tenha sido
desenvolvido baseado em principios fisicos. Um Perceptron de trés camadas foi
utilizado por CHAN et al. (1995) para relacionar a capacidade de carga de estacas
cravadas com pardmetros utilizados em uma férmula convencional. A capacidade de
previsio foi superior a da formula convencional. Um desenvolvimento e resultados

semelhantes sdo apresentados por GOH (1996b).

O estudo contemporineo do comportamento das estacas cravadas tem no
acompanhamento das ondas de compressio, durante a cravagdo, um instrumento
importante. Acelerdmetros s3o colocados na estaca, e durantc o processo de
cravagio, o comportamento destes instrumentos ¢ acompanhado. Integrando o
resultado desta instrumentagiio é possivel determinar velocidades, deslocamentos e
por conseqiiéncia forgas, que atuam na estaca. Os modelos matematicos utilizados
para interpretar os resultados da instrumentagao, usualmente, requerem ajustes de
parametros de forma iterativa. A automagio destes ajustes ja teve solugdo, na forma
de um problema de otimizagdo, 0 que, no entanto, nao ¢ bem estabelecido. O ajuste

manual dos pardmetros continua como pratica usual.

Uma forma alternativa para determinar a capacidade de carga partindo destes
ensaios dindmicos foi apresentada por CHOW er al. (1995). Conhecendo as
caracteristicas da estaca e através do acompanhamento das ondas de compressdo
assume-se ser possivel determinar os pardmetros do solo pelas forgas ¢ velocidades
medidas na cabega da estaca. Com a estaca discretizada em 25 segmentos de igual
comprimento, no modelo proposto, os autores assumem que 0 problema pode ser

representado por um funcional de forma:

k¢, J' N'R! k;,c;,Jr,Nf):f(pp,EP,L,AP;FH(:),VH(:)), (i=1,.,25) (3.2)

(&,

w?
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onde, Fy(f) e Viu(f) sio forga e velocidade medidas na cabega da estaca; p,, £, L, 4,

s30 0 peso especifico, o médulo de elasticidade, o comprimento e a area da segdo da

i
u?

estaca; R’ k' ¢’ sdo a resisténcia do solo, a rigidez ¢ o coeficiente de amortecimento

por unidade de comprimento, relacionada ao i-€simo elemento, J', N sido
coeficientes de proporgio; R',k!,c! e J', N'sdo os correspondentes para a estaca de

referéncia.

Uma rede neural foi treinada para fazer o mapeamento da eq. (3.2). A rede
mostrou-s¢ capaz de reproduzir bem as curvas forga ¢ velocidade com qualidade
comparavel a um ajuste manual. A previsio da capacidade de carga estitica
apresentou erros da ordem do limite inferior dos obtidos por um especialista humano.
ROBERT (1994) apresenta uma outra abordagem para a solugio do mesmo

problema.

GOH (1994b) mostra, em um exemplo ilustrativo, que uma rede neural €
capaz de aprender a reproduzir uma formula teérica de capacidade de carga de sapata

circular em areia.

3.8 - GEOTECNIA AMBIENTAL

O conhecimento de como se di o processo de contaminagdo em solidos
porosos ¢ importante para previsdo dos impactos da disposi¢do de rejeitos. Em
laboratério, o ensaio de coluna é muito utilizado para levantar a capacidade de
atenuagio do solo. O ensaio consiste, basicamente, em percolar uma coluna de solo
com uma determinada solu¢iio contaminante, a uma concentragdo especifica. A
concentragio ¢ monitorada na entrada e na saida, ao longo do tempo. Os resultados
deste ensaio sdo usualmente apresentados na forma de chegada. Nestas curvas a
concentragio relativa ¢ apresentada como fungdo do numero de volume de poros ou
do tempo, representando a propagacio da frente de contaminagéio. Um tipo de curva

de chegada ¢ ilustrada na Figura 3.13.
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As redes neurais sio uma alternativa interessante para tratamento deste tipo
de problema, pois a modelagem matematica do problema € muito complexa.
Utilizando resultados de ensaios de coluna, realizado em carvio ativado e tendo
como contaminante o fenol, BASHEER & NAJJAR (1996a) treinaram uma rede para
prever a curva de chegada. Na camada de entrada estavam representados a
concentragdo inicial, peso de material e raio da particula; na camada de saida a curva
de chegada era representada através dos tempos relativos a chegada de 1, 5, 25, 50,
75 ¢ 95% de concentragio relativa. A rede foi capaz de reproduzir bem as curvas de

chegada.

c/c,

0 >
tempo

Figura 3.13 - Curva de chegada de um ensaio de coluna.
A escolha de locais destinados a disposigo de residuos requer uma detalhada

descrigio da distribuigio da permeabilidade do macigo da base. Em geral, o problema

de escolha de local é um problema de otimizagfio, onde vérias restrigdes devem ser
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observadas. Algumas restrigdes envolvem caracteristicas do meio ambiente,
incluindo um amplo espectro de parimetros geotécnicos e hidrogeolégicos. Estes
pardmetros envolvem caracteristicas dos solos (como a permeabilidade), geologia
(por exemplo a espessura das camadas impermedveis, tipo de rocha, presenca de
descontinuidades, continuidade da camada impermeavel), lengol subterraneo
(profundidade do nivel d’agua, flutuagdes sazonais, proximidade de pogos, dire¢do
do fluxo, entre outros), topografia, etc.. Qutras restrigdes podem envolver limitagdes
econdmicas, impactos sociais € considerages politicas (NAJJAR & BASHEER,
1996a).

Neste tipo de problema, um ponto importante da caracterizagdo do macigo ¢ a
distribui¢do espacial da condutividade hidraulica. NAJJAR & BASHEER (1996a)
utilizaram uma rede neural para relacionar as coordenadas X, ¥ com a condutividade
hidraulica. Uma vantagem de utilizar a rede neural ¢ a possibilidade de facilmente

poder estender o mapeamento para o caso tridimensional.

Um mapeamento da condutividade hidraulica, também, foi realizado por
RIZZO & DOUGHERTY (1994), que relacionaram a posi¢do no plano com classes
de condutividade. A saida da rede era composta por trés unidades, ¢ apenas uma
unidade deveria ser ativada, representando uma situag@o de condutividade alta, média
ou baixa. RIZZO et al. (1996) aplicaram este tipo de rede, e uma rede que determina

o valor da condutividade, para caracterizagdo de um caso real.

Uma alternativa para recuperar areas degradadas ¢ realizar bombeamento
d’agua em alguns pontos para assim mudar ou controlar a diregfio do fluxo ¢ da
pluma de contaminagfio. ROGERS & DOWLA (1994) utilizaram uma combinagio
de um Perceptron multicamadas com algoritmos genéticos para determinar uma
configuragio 6tima para a posi¢do do bombeamento. A rede neural foi treinada, com
resultado de simulagdes numéricas, para representar o comportamento da agua
subterranea em diversos cenarios. O algoritmo genético foi utilizado para

determinag¢fo da posigio 6tima do bombeamento.
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3.9 - OUTROS

ZHANG et al. (1991) utilizaram uma rede Perceptron multicamadas para
relacionar mineralogia, tamanho e forma do grdo, densidade, porosidade com a

deformabilidade de um arenito.

BANAN & HJELMSTAD (1996) estudaram a durabilidade de pavimentos
utilizando uma rede neural. A rede foi capaz de modelar melhor o desempenho do

pavimento que formulas convencionais.

CASSA & CUNHA NETO (1996) utilizaram uma rede neural para prever a
resisténcia do concreto aos 28 dias a partir da resisténcia obtida em ensaios com
idades de um e sete dias. A previsio da rede apresentou, quase sempre, precisdo
melhor que técnicas estatisticas. Os autores apresentam ainda uma rede para prever a

resisténcia aos 28 dias para misturas com diferentes tipos de cimento.

AHN et al. (1991) utilizaram uma rede de Kohonen para geragdo de malha de
elementos finitos. A rede auto-organizativa mostrou-se capaz de realizar geragio de
malhas nio estruturadas com densidades maiores em locais pré-definidos. Este tipo
de tarefa apresenta dificuldades para os geradores convencionais. DYCK er al.
(1992) utilizaram um Perceptron multicamadas para escolher densidades de malha

iniciais para analises por elementos finitos.

YAMASHITA et al. (1995) utilizaram a propriedade da rede de Hopfield de
minimizar uma fungfio energia para minimizar diretamente o funcional utilizado em
anélises convencionais de clementos finitos. Os resultados obtidos apresentaram

6tima correlagdo com solugdes tedricas.
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COUTINHO NETO (2000) utilizou uma rede MLP para realizar uma retro-
analise para permitir a determinagio dos moddulos resilientes de camadas do
pavimento, partindo de informagdes das camadas e de deflexdes resultantes de

ensaios o ensaio de viga Benkelman e do Falling Weight Deflectometer.

64



Capitulo 4
MATERIAIS E METODOS

4.1 - INTRODUGAO

O desenvolvimento de um modelo para auxiliar a solugdo de um problema
geotécnico € uma pratica comum. Um modelo é uma representagdo ou abstragio de
um sistema ou processo. Os modelos sdo construidos para: 1) definir um problema,
2) organizar as idéias, 3) compreender os dados, 4) comunicar e testar a
compreensdo, 5) realizar previsdes. Um modelo é acima de tudo uma ferramenta
intelectual (STARFIELD & BLELOCH, 1986).

A selegdo do tipo de modelo pode ser descrita de forma sistematica através do
diagrama de Holling, onde em um eixo é representado a quantidade/qualidade de
dados disponiveis e no outro eixo é representado o grau de compreensio do problema
a ser resolvido (Figura 4.1a). O diagrama divide o quadrante entre os eixos em quatro
regides. Na regido 1 existe uma boa colegio de dados mas limitada compreensio do
problema. Nesta regifio a estatistica é uma boa ferramenta para modelagem. Na
regido 3 existe boa quantidade de dados e compreensdo do problema. Para problemas
nesta regido modelos tedricos podem ser elaborados, validados e utilizados com
convicgdo. As regides 2 e 4 relacionam-se a problemas de dados limitados no
entendimento de que os dados relevantes nio sio disponiveis ou ndio podem ser
facilmente obtidos (STARFIELD & CUNDALL, 1988).
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Uma discussiio similar é apresentada por RUMELHART et al. (1995) que
buscam responder qual o tipo de problema para o qual uma rede neural pode ser uma
boa opgdo. A Figura 4.1b permitem identificar os problemas em termos de “Riqueza
de Dados” e “Riqueza de Teoria”. A idéia basica defendida pelos autores € que
diferentes tipos de sistemas sdo apropriados para diferentes tipos de problema. Se
esta disponivel uma boa teoria é possivel especificar um “modelo fisico™ para
descrever o fendmeno. Tal modelo de “primeiros principios” é de especial valor
quando se tem poucos dados. Em determinadas situagdes possui-se uma “teoria
pobre” e “dados pobres”. Em tal caso, um bom modelo pode ser determinado através
de entrevistas com especialistas na area, e com base na compreensio destes, planejar

um “‘sistema especialista” (RUMELHART et al., 1995).

Os casos em que as redes neurais sdo particularmente uteis sdo dominios onde
se possui muitos dados (com os quais ¢ possivel treinar a rede) mas néo se possui
muita teoria, e ndo é possivel construir modelos de “primeiros principios”. Note-se
que quando uma situagdo possui bastante complexidade ¢ se possui dados
suficientes, pode ser que sejam necesséarias diversas aproximagdes de modelos de
“primeiros principios” até se obter bastante compreensio teérica. Modelos melhores
podem ser construidos através de aprendizagem do que pela aplicagdo dos modelos

teoricos disponiveis (RUMELHART et al., 1995).

A ; Riqueza de Dados ——————
1 I 3 Redes Neurais
@ : Siste.n}_as[ é
o : Riqueza FRRmsIEiA Modelos Estatisticos
O \L_ i de Teoria Afins
0 |
|4 2
E Modelos de primeiros principios
Compreenséo
(a) STARFIELD & CUNDAL (1988) (b) RUMELHART et al. (1995)

Figura 4.1 — Selegéo do tipo de modelo segundo a disponibilidade de

dados empiricos e compreenséo teérica do problema.
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Seria desejavel trabalhar com problemas apenas na regifio 3 do diagrama de
Holling, entretanto, diferentes problemas da Engenharia Geotécnica sdo encontrados
em todas as regides do diagrama. Logicamente, ¢ interessante o desenvolvimento de
ferramentas que permitam o aumento da compreensdo dos problemas ¢ também do

tratamento dos dados disponiveis.

A capacidade de descrigdo do comportamento de um macigo rochoso vem
sendo incrementada nas tltimas décadas. Atualmente € possivel descrever em um
modelo computacional diversos detalhes geoldgicos, geotécnicos e geométricos, bem
como peculiaridades do comportamento dos materiais que compdem o macigo
rochoso. Modelos que representam o macigo fraturado, ou como continuo
equivalente estdo disponiveis. Também existem técnicas que permitem o estudo
acoplado dos fendmenos hidraulicos, térmicos € mecinicos que ocorrem nos macigos

rochosos.

Na terminologia de HUDSON & HUDSON (1993) pode-se caracterizar uma
abordagem, denominada de sintética, que busca uma “exata representagdo” de cada
componente do sistema e por conseqiiéncia construir, ou sintetizar, o comportamento
global do sistema. Em alternativa, existe uma outra abordagem, denominada de
analitica, onde se busca uma representagdo do comportamento global do macigo
rochoso, e o comportamento “ndo-exato” das partes pode ser obtido quebrando o
sistema em suas partes componentes, isto é, em um processo de analise. Espera-se
que a combinagdo das duas abordagens possa trazer aos modelos elaborados os
beneficios de cada abordagem. As principais caracteristicas destas abordagens estdo

mostradas esquematicamente na Figura 4.2.

Na aplicagiio pratica da Mecanica das Rochas os sistemas de classifica¢Ges
geomecinicas constituem-se na abordagem de projeto de maior similaridade com os
chamados modelos analiticos de HUDSON & HUDSON (1993). Os aspectos
tedricos e praticos que permitem a representagdo de um maci¢o rochoso como uma

rede neural sdo apresentados a seguir.
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Modelo Analitico Abordagem de cima para baixo
H Conhecimento da extensao da aplicagdo
u Representagdo ndo-exata de todo o sistema
¥ Fécil interface com outros sistemas
"""""" Convergéncia para um modelo correto

j-’ Contém todos os aspectos do problema

Modelo A modelagem é suficientemente fidedigna

otimo Necessidade de verificar todos os procedimentos gerados
J\ automaticamente

Abordagem de baixo para cima
N&o converge necessariamente para o modelo correto
Interface com outros sistemas é dificil
Representacao exata das partes do sistema
------- Desconhecimento da extensdo da aplicagdo
Modelo Sintético
Figura 4.2 - Abordagens na construgdo dos modelos

(HUDSON & HUDSON, 1993).

4.2 — CLASSIFICAGAO DE PADROES

O conceito de classificagdo envolve o aprendizado de similaridades e
diferengas de padrdes que sdo abstragdes de instincias de objetos em uma populagdo
de objetos ndo idénticos. A associagdo entre padrdes e suas causas sdo os tijolos com
que se levantam as paredes do conhecimento cientifico. Um exemplo disto ¢ a
classificacdo de formas de vida elaborada pelo fisico sueco Carl von Linne, que

tornou possivel a elaboragdo da teoria da evolugdo de Darwin (LOONEY, 1997).

Os seres humanos reconhecem a face de amigos em uma multiddo, letras e
palavras em uma pagina impressa, a voz de conhecidos, melodias favoritas, o aroma
de frutas frescas, padrdes trangado em tecidos, forma de folhas, significado
contextual de palavras em frases, e assim por diante. Os sentidos preprocessam sinais
de onda sonoras ou luminosas que sdo modularizados, isto €, sdo transformado em
algum estilo (fashion) que relaciona o objeto com a informagdo impressa nele. Os
sinais preprocessados ¢ modulados sdo mapeados em uma decisdo que equaciona o
reconhecimento do objeto. Tal processamento detecta (discrimina) diferengas sutis

na modularizagdo dos sinais para realizar o reconhecimento. Aqui um padrdo sera
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tomado como uma primitiva em que se concorda com seu significado sem a

necessidade de defini-lo.

Quando se determina que um objeto de uma populagdo P pertence a uma sub-
populagdo S, se diz que um reconhecimento de padrdes € realizado. O ato de
reconhecer um objeto individual como tinico em uma classe é chamado identificagdo.
Classificagdio ¢ o processo de agrupar objetos em classes (sub-populagdes) de acordo
com suas semelhangas ou similaridades percebidas. O estudo de reconhecimento de

padrdes inclui ambas operagdes, reconhecimento e classificagéao.

A aprendizagem ¢ realizada por um sistema quando ele registra sua
experiéncia em mudangas internas ao proprio sistema que causam mudangas no seu
comportamento. Os seres humanos aprendem por experiéncia acumulando regras em
varias formas como associagoes, tabelas, inequagdes, equagoes, relagdes, estruturas
de dados, implicagdes logicas, dentre outros. Classificagio ¢ uma forma de
aprendizado que permite, partindo de atributos antecedentes, induzir as classes que
sdo conseqiientes. Raciocinio € o processo de aplicagdio de regras gerais, equagdes,
relagdes, e partindo de uma colegéo inicial de dados, fatos, ou similares, deduzir um
resultado ou decisdio. Reconhecimento é uma forma de raciocinio, enquanto que

classificacio ¢ uma forma de aprendizagem.

A Figura 4.3 representa subpopulagdes Si,...,5s de uma populagdo P de
objetos ndo idénticos, juntamente com o processamento que reconhece um objeto
amostrado. Os atributos do objeto percebidos ou medidos para fornecer um vetor de
padroes que ¢ transformado se reduzindo a um conjunto de feigdes, € o objeto €
reconhecido a partir de suas feigdes pelo reconhecedor de padroes. Sejam {m;:
i=1,...,P} variaveis do padrdo a serem medidas nos objetos selecionados de P. Um
extrator de feigdes T transforma o vetor padrdo m = (m,...,n,) em um vetor feigdo x
= (¥15..Xp) = T(m). O reconhecedor de padrdes € um sistema que com o vetor de
feigdes dado como entrada, realiza operagoes neste vetor de feigdes, para produzir
como saida um unico identificador (nome, nimero, palavra-chave, vetor, cadeia de

caracteres, etc.) associado com a classe a qual o objeto pertence. De forma geral,
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cada objeto individual ¢ uma classe atdmica (isto é, ndo possui subclasses), para que

o processo de reconhecimento inclua o processo de identificagio.

P = Populagao de Objetos

Senlidos Exlracio de
Medidas & G Reconhecimento
Feigdes
Pre-processamento ;
/
Objeto Medida Vetor de Identificagao
Amostrado do Dado Feigoes da Classe

Figura 4.3 — Processo de reconhecimento/classificagao
(LOONEY, 1997).

O processo de reconhecimento descrito pode ser dito concreto, se o
reconhecimento for baseado em medidas de atributo fisicas. No mundo das idéias,
padroes sdo baseados em cima de atributos de conceitos e modelos mentais; neste

caso tem-se um reconhecimento abstrato de padrdes.

Apresentando o processo mais formalmente, seja uma populagdo P de objetos
ndo idénticos, onde cada objeto ¢ representado por um vetor padrio de medidas, de
dimensdo Ny. Tal vetor é usualmente convertido em um conjunto de dimensédo ¥, o
vetor feigdo. Desta forma, considere-se P como um conjunto de vetores feigdo, de
dimensdio N. Mais adiante, supde-se que P ¢é particionado em um nimero
desconhecido de classes Si,...,5. O problema de classificagdo ¢ se multiplos vetores
feigdo pertencem ou ndo a mesma classe ou a classes diferentes. O problema de
reconhecimento ¢: se ou ndo uma dado vetor feigdo amostra ¢ equivalente a um vetor
exemplar (prototipo, arquétipo, representativo), ou conjunto de vetores exemplares,

que representam a classe.
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Idealmente, um conjunto de feigdes usadas em uma decisdo de classificagéo
deveriam ser estatisticamente independente, em que nenhuma das fei¢des possa ser
determinada em fungdo de outra feigdo no conjunto, ou estimada delas por

correlacéo.

O espago de feigdes para uma populagio de objetos com N feigdes € tomado
como o espago vetorial Euclidiano £V, de dimensdo . Algumas vezes o espago de
fei¢des pode ser tomado em um hipercubo [0, 17V, de dimensdo N (ou de forma mais

geral [a, b]™).

A separabilidade entre os vetores feigdo ¢ ilustrada na Figura 4.4, onde uma
populagdo P possui duas feigdes x| e x3, assim o espago de feigdes é um plano.
Supde-se que 0s objetos caem em duas subpopulagdes S; e S,. Na Figura 3.2(a) fica
claro que uma linha reta pode separar as amostras. Entretanto, na Figura 3.2(b),
mostra que uma simples linha reta ndo pode separar as classes. No caso (a) diz-se

que as classes sdo linearmente separaveis, no caso (b) a separabilidade ¢ nio linear.

X, Classe 1

/ X O o Classe2
Hiperplano X o © o
perp (a) 00 4 oo o ©
de separagao o o
X X O
X X X © o]
X X O
X X X xX o ©0O
K X % o o
o o
Classe 1 o 00 O

Xy

()
Figura 4.4 — Separabilidade linear e ndo-linear no espago de feigées.
(a) Classes linearmente separaveis. (b) Classes ndo-linearmente
separaveis. (LOONEY, 1997).
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Existem diferentes metodologias de reconhecimento e classificagdo de
padrdes, algumas utilizam-se de estatistica para realizar a tarefa, outras baseiam-se
em diferentes principios. Em um enfoque moderno ao problema utiliza-se das redes

neurais.

4.3 - REDES NEURAIS E CLASSIFICAGAO DE PADROES

O processo de classificagiio (treinamento) ¢ reconhecimento (tomada de
decisdo) ¢ um tarefa realizada naturalmente por uma rede neural. Um espago de
feicdes, de dimensdo N, pode ser separado em dois semi-espagos por um hiperplano
H, determinado por uma fungao, chamada de discriminante, que possui equagdo de

forma:
D(X) = WX, + WX+ Wyky + WyaXya (4.1)

Cada vetor feigdo, X = (X1,...,XN), satisfaz uma das trés condigdes:
D(x)>0, D(x)=0, D(x)<0

Caso a primeira inequagao seja satisfeita, o vetor esta no semi-espago direito,
caso a terceira inequagdio seja satisfeita, o vetor pertence ao semi-espago esquerdo.
Na opgdo restante, 0 vetor feigdo satisfaz a Equagdo (4.1), estando contido no

hiperplano.

A rede neural representada na Figura 4.5 ¢ um modelo para o processo de

separagao linear enfre classes. Por uma conveniéncia de notagao, aumenta-se de um a

dimensio do vetor feigdo, colocando-se um valor unitdrio na posigdo N+1, assim X
(X15...,0n,1). Os pesos sdo representados em um vetor de dimensdo N+1, w =

(W1,...;wn+1). Pode-se entdo escrever:
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N+l

D(x) = Z“’f‘\'i =w'x 4.2)
i=1l

As entradas sio combinadas linearmente com 0s pesos Por multiplicagao ¢
entdo somadas para obter nef = D(x). O valor de net ¢ colocado em uma fungao
threshold, onde se produz uma saida y = 1, se net 2 0 ouy = -1, senet < 0. 0
identificador de classes € y, 0 vetor feigiio descreve um objeto da classe 1 se y = l,ou

da classe 2 se y = -1.

Um modelo neural como 0 representado na Figura 4.5 pode fazer apenas
separagdo linear entre classes. A impossibilidade de realizar uma scparagdo nao-
linear foi um dos motivos pelo qual a pesquisa em redes neurais perdeu impulso no

fim da década de 1960.

Classe 1:y20
%4 i Classe 2:y <0

Figura 4.5 — Rede neural para discriminagéo linear entre classes.

Uma tarefa simples como aprender a tabela do ou exclusivo (XOR) ndo pode
ser realizada por uma rede de uma camada. A operagdo logica de ou exclusivo: para
duas entradas booleanas, retorna um valor falso se ambas entradas possuem 0 mesmo
valor e verdadeiro caso apenas uma das entradas apresente valor verdadeiro (Tabela

4.1).
Embora a separabilidade linear esteja implicita em uma rede com apenas uma

camada, redes com mais de uma camada podem compor superficies discriminantes

de formas mais complexas. Redes com duas camadas definem superficies de
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separagio convexas, a partir de trés camadas estas superficies passam a possuir

forma arbitraria.

Tabela 4.1 — Tabela do ou exclusivo (XOR).

Sentenga 1 Sentenga 2 Saida
\Y Vv F
\% F \Y
F \Y A%
F F F

O efeito de se trabalhar com mais de uma camada ja era conhecido, desde a
década de 1960, mas um algoritmo de treinamento para essas redes era
desconhecido. Com a proposigéo do algoritmo backpropagation, por RUMELHART,
et al. (1986), o problema do treinamento foi superado, permitindo que redes com

mais de uma camada passaram a possuir aplicabilidade em larga escala.

O trabalho de HORNIK ef al. (1989) apresenta uma dedugio formal de que 0s
perceptrons multi-camadas sdo aproximadores universais de fungdes. Segundo
LOONEY (1997) o teorema demonstrado por aqueles autores, estabelece que as
redes neurais feedforward sdo suficientemente poderosas para desempenhar
discriminagio ndo-linear de padroes. Isto significa que qualquer falha na
classificagiio ndo pode ser atribuida ao paradigma das redes neurais. Em lugar disto,
a falha deve ser imposta a um treinamento inadequado, uma arquitetura inadequada
para o problema em maos, a problemas com ruidos ou ainda a ndo separabilidade dos

dados das feigoes.

4.4 — REPRESENTAGAO DE DADOS
Os padrdes de atividade que sio associados ou utilizados para classificagdo
devem descrever aspectos do mundo real. A representagdo de dados diz como cada

informagdo importante ¢ codificada no vetor feigio. Em geral a representagiio de
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dados é a decisio mais importante no projeto de uma rede neural. Com uma boa
representagiio provavelmente a rede ird funcionar bem. Para uma representago pobre
o melhor algoritmo de treinamento poderd falhar. Uma representagio efetiva
usualmente niio podera ser desenvolvida sem uma codificago inicial dos dados de
entrada. Em geral, quanto mais se conhece sobre os detalhes do problema a ser
modelado menos a rede precisara ser treinada e a capacidade de generalizagio serd

melhor (ANDERSON, 1995).

Uma representagiio muito comum em modelos de redes neurais ¢ a chamada
representagio "grandmother cell", onde um vetor de dimensfo igual ao numério de
classes tera apenas valores nulos e um valor unitario para a posigdo que indica uma
classe particular (ANDERSON, 1995). Este tipo de representagiio ¢ muito comum na
representagiio de problemas de classificagfo. Na representagdo apenas uma unidade
do vetor de saida é ativada como representagdo da categorizagdo. Uma
particularidade util da representagfio "grandmother cell" é que os vetores de estado

representando diferentes objetos sfo ortogonais. Este tipo de representagdo €

extremamente localizada.

Considerando um sistema que tem de representar informagdes sobre quatro
itens: uma rocha, um cachorro, um lobo e uma ovelha. Uma representagio

"grandmother cell" para o problema ¢ ilustrada na Figura 4.6.

Rocha: 1 0000O0O0O0O0O.
Lobo: 01 00O0O0O0OO0OGO0O0..
Cachorro: 0 01 0 0 0 0 0 O O ...
Ovelha: 000100O0O0O0O0..
Figura 4.6 - Exemplo de representacédo "grandmother cell
(ANDERSON, 1995).

A Figura 4.7 mostra outro tipo de representagéio, a chamada decomposigdo de

feicdes, a presenga de um 1 corresponde a presenga e um 0 a auséncia de uma dada
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feigdo. Neste tipo de representagio o conjunto de feigdes deve ser escolhido de forma

a refletir o conhecimento que se deseja representar.

Rocha: S TTo 110 0 111 00J0 00 1[0 1[0 L]0 000 0 1|
Lobo: 011010001000010101000010
Cachorro:011010001000010101000010
Ovelha: 011001001000011010000010

Mole Macho  Pequeno Compacto  Pontiagudo Comida

Duro Fémea  Médio 1-D Arredondado Brinquedo

Humano Neutro  Grande 2-D Fragil Ferramenta

Niio humano 3-D Inquebravel  Utensilio

Mobilia

Animado

Natural-
inanimado

Figura 4.7 - Exemplo de representacédo por decomposigdo de feigoes
(ANDERSON, 1995).

ANDERSON (1995) sugere as cinco seguintes regras gerais para
representagdo de dados:

1. Eventos similares devem possuir representagoes similares.

2. Eventos que tém de ser separados devem possuir representagoes
diferentes.

3. Feicdes importantes podem utilizar muitas unidades de processamento
para serem representadas.

4. Realizar o maximo de pré-processamento possivel, de forma que a parte
adaptativa da rede neural tenha o menor trabalho possivel.

5. Elaborar representagdes flexiveis e faceis de programar.

4.5 — ESCALAS PARA DADOS QUALITATIVOS

Para realizar medidas faz-se necessario conceber varidveis que poderdo ter
natureza quantitativa ou qualitativa. O tipo de varidvel condiciona as oportunidades

de analise (PEREIRA, 1999). Os dados utilizadas na descri¢do de macigos rochosos
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podem ser quantitativos (isto ¢, eles sdo nimeros) ou podem ser qualitativos (isto ¢,
descricdes como: "muito ma qualidade", "descontinuidades lisas, onduladas"
¢

(BARTON, 1999).

O dado qualitativo ¢ a representagdo simbolica atribuida a manifestagdes de
um evento qualitativo. O dado qualitativo ¢ uma forma de quantificagdo do evento
qualitativo que normatiza e confere um carater objetivo a sua observag¢io (PEREIRA,

1999).

Para mensuragio de dados qualitativos 0 que ¢ pertinente lembrar € a
disting@o entre objeto € atributo: 0 dado qualitativo ¢ uma estratégia de mensuragao
de atributos, ou seja, o objeto (0 objetivo) da mensuragdo ndo ¢ o objeto (a coisa) em

si, mas seus predicados (PEREIRA, 1999).

A consideragio de premissas (postulados, proposigdes, axiomas) é inerente a
estrutura do conhecimento cientifico e condiciona o entendimento de objetividade e

verdade, ou seja, de representagao do real (PEREIRA, 1999).

0O uso de medidas categéricas implica em uma incorporagdo de incertezas as
medidas, mas ndo implica qualquer obstrugdo a produgdio do conhecimento
(PEREIRA, 1999), lembrado que, com meENoOr exatidio a capacidade de

generalizagdo € maior.

Segundo PEREIRA (1999) com base nas relacdes entre atributos ¢ sua
representagao simbélica na forma de uma codificagdo numérica, podem ser

distinguidas quatro tipos de escala: nominal, ordinal, intervalar ¢ proporcional.

Segundo KRUMBEIN & GRAYBILL (1965) um dos aspectos peculiares ao
tratamento de dados geoldgicos € a translacdo entre descrigoes qualitativas e medidas
numéricas. Estes autores classificam 0s dados geoldgicos em trés grupos principais.
Os dois primeiros incluem observagdes qualitativas € medidas numéricas de objetos

paturais e eventos no campo ou em laboratério de mensuragdo; O terceiro grupo
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compreende dados medidos em laboratério experimental. As duas primeiras classes
representam os dados observacionais de geologia, em contraste com os dados

experimentais de geologia (KRUMBEIN & GRAYBILL, 1965).

A Figura 4.8 ¢ uma representagdo esquematica das fontes de dados
geologicos; mostra-se a divisdo classica em campo ¢ laboratério, com esta ultima
dividida em duas categorias de acordo que se os dados provem de experimento
controlado ou de observagdes naturais. Nos trabalhos de campo cotidianos trabalha-
se primariamente com dados observacionais; 0s dados experimentais auxiliam a
agucar e refinar a interpretagdo dos dados observacionais (KRUMBEIN &
GRAYBILL, 1965).

Na defini¢do adotada por KRUMBEIN & GRAYBILL (1965) no que se
refere as observagdes de campo, indicadas na Figura 4.8, as medidas numéricas
referem-se as medidas descritas pelas escalas intervalar e proporcional. Ja as

observagdes codificadas qualitativamente referem-se a escalas nominal e ordinal.

Dados Geologicos

Campo Laboratério
I |
l | | l
Medidas Descrigao Laboratorio Laboratério
Numéricas Qualitativa de Mensuragéo Experimental
|
[ |
Descrigdes que Descrigdes que Observacoes Medidas
podem ser podem permanecer qualilativas e numéricas em
converlidas em qualitativas medidas experimentos
nimeros numéricas controlados em
em amostras de laboratérios
campo (rochas
e fésseis), e

em informagdes
de subsuperficie

Figura 4.8 — Fontes de dados geologicos
(KRUMBEIN & GRAYBILL, 1965).
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A escala nominal, Figura 4.9, mede atributos que s6 conhecem relagdes de
equivaléncia (=, #). Uma escala nominal ndo tem sentido de diregdo, ndo tem
unidade definida e também nao conhece o valor nulo (zero). Na escala nominal,
como de resto nos outros tipos de escala, a pertinéncia das propriedades da escala
devera ser examinada com vistas a sua aplicagao ao seu objeto de estudo (PEREIRA,

1999).

A escala ordinal, Figura 4.10, mede atributos que se distingem em grau ou
intensidade. Desta forma, além das relagoes de igualdade ¢ desigualdade, podem ser
conhecidas as relacdes de ordem (>, <). A escala possui sentido de dire¢éio, mas as
unidades de mensuragdo sao desconsideradas. O valor nulo ndo ¢ definido, um
eventual cédigo zero ndo terd valor de nulidade, mas de posicdo entre eventuais
cddigos negativos e positivos. Na escala ordinal a ordem aritmética dos nimeros nao
reflete necessariamente a ordem hierdrquica dos atributos. Por exemplo, a classe de
um macico rochoso pode ser codificada como 1, II, III com o estabelecimento de um
sentido de orientagdo tal que 1 > 2 > 3, ou seja, primeira classe, segunda classe,

terceira classe (PEREIRA, 1999).

A escala intervalar, Figura 4.11, mede atributos de forma que os intervalos
da escala representem quantidades regulares de atributo. A escala é fungdo linear dos
atributos. Além da relagdo biunivoca entre atributos ¢ codigos numéricos da escala e
do sentido de orientagdo da medida, tem-sc¢ a defini¢iio de unidade de mensuragio. A
escala intervalar tem um zero, mas ele ¢ um ponto arbitrado para a origem das
unidades de medida e ndo tem correspondéncia com situagdo de zero atributo. As
oportunidades de processamento ¢ analise das medidas sio muito maiores na escala
intervalar do que nas precedentes, a custo, como Sempre, de um maior numero de

premissas admitidas para a representagdo do atributo (PEREIRA, 1999).
A escala proporcional, Figura 4.12, mede atributos de forma que 0s

acréscimos em atributos sejam representados por acréscimos proporcionais em

valores de escala. A escala é uma fungdo linear dos atributos € a origem € comum, ou
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seja, ha um zero real. A razio entre atributos e valores da escala, bem como a razao

entre intervalos de atributos € intervalos de escala, é regular (PEREIRA, 1999).

Atributos Escala
(c) numeérica
()
A — — X
— Y
B —
C - |z

Relagao bilinivoca entre atributos e
codigos, sem qualquer ordem.
o == 4T

Figura 4.9 - Escala nominal (PEREIRA, 1999).

Atributos Escala
) numerica
()
A e o ox
) — Y
B —l
c | z

Relagao bidnivoca entre atributos e
codigos, em ordem definida.
GEG=ATY
o > o= %>k

Figura 4.10 - Escala ordinal (PEREIRA, 1999).

80



Atributos Escala

(@) numeérica
(x)
. :
]| — 0
= e o
A - B
! |
. SRS
g __

Relag#o biGinivoca entre atributos e
codigos, com ordem e relacdo linear.
= a =%
> o=
%i=Co+b o - oyfti- %= ¢

Figura 4.11 - Escala intervalar (PEREIRA, 1999).

Atributos Escala
{er) numeérica
()
. .
= "
c -
0 —! __ 0

Relagao bitnivoca entre atribufos e
codigos, com ordem e relagdo linear.
GEGDLTY GTHD UL
L = CY o= ofyi- 4= C
ofu=c

Figura 4.12 - Escala proporcional (PEREIRA, 1999).
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4.6 - PREPARAGAO DE DADOS

Segundo STEIN (1993) a preparagdo dos dados para alimentar um modelo de
rede neural pode ser dividida em trés fases: especificacdo, inspe¢do e pre-

processamento. Estes passos sdo tipicamente realizados de forma iterativa e paralela.

A fase de especificagdo dos dados ¢ provavelmente a decisdo mais importante
na elaboragdo de um modelo de rede neural. Nesta fase ¢ escolhido o conteudo ¢ as
fontes de dados para o modelo. Nesta fase ¢ de fundamental importincia a
compreensio do dominio do problema. Deve-se definir que tipo de informagéo se
deseja conhecer, que varidveis podem ser utilizadas, como outras variaveis podem
fornecer a mesma informagdo indiretamente, o significado da variavel no contexto.
As varidveis candidatas devem ser compiladas para determinar a viabilidade de
utilizagdo de cada variavel. Certas varidveis podem ser importantes, mas podem ndo

estar disponiveis.

Apbs os dados serem identificados e coletados € necessario realizar uma
inspecdo na base de dados. Uma andlise estatistica dos dados podera auxiliar muito
na organiza¢io dos mesmos ¢ na elaboragio do modelo. Devem ser verificados os

erros e falhas na base de dados.

Uma vez que as varidveis candidatas foram identificadas e os dados foram
examinados inicia-se a fase de pré-processamento, onde os dados sdo manipulados
para se adequarem a aplicagdo desejada. MASTERS (1993) apresenta uma discussdo
detalhada de como representar dados nominais, ordinais, intervalares e proporcionais

como entrada ou saida de uma rede neural.

4.7 - SIMULADORES

No presente trabalho foram utilizados diferentes modelos de redes neurais.

Para sistematizacio dos dados foram elaboradas planilhas eletronicas. Parte dos
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graficos e da manipulagdo dos dados foram realizados com recursos das proprias
planilhas e do software STATISTICA for Windows. Parte dos graficos tridimensionais

foram elaborados utilizando os recursos do MATLAB (versdo 5).
Os programas utilizados para processamento dos modelos apresentados nos
itens 5.7 ¢ 5.8 foram implementados por PAO (1989) em ANSI C. Foram realizadas

pequenas adaptagdes nos programas para facilitar o processamento.

O algoritmo backprogation foi modificado para treinamento da rede para o

estudo da representagiio local do Sistema O apresentado no Capitulo 5 (Tabela 4.2).

Tabela 4.2 - Algoritmo backprogation modificado.

1. Aplica-se um vetor de entrada x, = (Xp,1,....Xp 60), NAS unidades de entrada. ]
2 Calcula-se, com os valores da camada de entrada, os valores de ativagéo para as

unidades da camada oculta:
k2[i]
J o h .
P = 2 Wte
k=kli]

3. As saidas da camada oculta sdo numericamente iguais ao valor de ativagao.
4. O valor da ativagao da unidade de saida € calculado com o valores de saida da
camada oculta, lembrando que o somatorio dos pesos das sinapses entre a

camada escondida e a de saida é unitario:

] 6
Op = Z W:HJPk
k=1 k=1
5. Calcula-se a saida:
Op = f(QP)
6. Calcula-se os termos de erro para a camada de saida:
Op = (J’P - OP)fr(QP)
7. Calcula-se os termos de erro para a camada de oculta:
5;’k =8aw,
8. Atualiza-se os pesos da camada de oculta:
A (1+1) = W) 180,

O processo é repetido até o nimero de classificagdes corretas desejavel.
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Um dos aspectos do algoritmo modificado ¢ a atualizagdo parcial dos pesos.
O peso wj € os pesos que chegam a camada de saida ndio sdo atualizados durante o
aprendizado. O aprendizado ndo fica comprometido nestes caso pois, segundo
destacam RUMELHART et al. (1936), o erro continua sendo propagado pelos outros
clementos da rede. Outra particularidade ¢ que como a fungdo escada ndo possui
derivada continua, para efeitos de célculo tomou-se como pseudo-derivada da
fungao, valores para cada patamar da fungdo iguais a inclinagdo de segmentos de reta
que ligam os extremos das classes somados ou subtraidos de meio. 0]
desenvolvimento do simulador NeuralQ foi feito em linguagem Pascal, utilizando o

compilador DELPHI verséo 3.
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Capitulo 5
APLICACAO EM

ESCAVAGCOES SUBTERRANEAS

5.1 - INTRODUGAO

Uma escavagdo subterrdinea ¢ uma estrutura de grande complexidade e as
Ginicas ferramentas que o projetista dispde sfo modelos que ou sdo simplistas ou
exigem um grau de caracterizagio e detalhamento espacial dos materiais em um nivel
dificil de alcangar durante as fases de estudo de viabilidade e projeto preliminar de
uma obra. Nesta etapa de projeto sio disponiveis poucas informagdes detalhadas
sobre o maci¢o rochoso, sua compartimentagiio, seu estado de tensdes e suas
caracteristicas hidrogeoldgicas. Desta forma o uso das classificagdes geomecanicas
pode ser considerado extremamente benéfico. As classificagdes podem ser usadas
para elaborar um visdo da composigdo e caracteristicas do macigo e prover
estimativas iniciais do suporte de escavagdes, além de prover estimativas de
propriedades de resisténcia e deformabilidade para o macigo rochoso (HOEK et al.
1995).

Como definigiio geral, pode-se dizer que as classificagio geomecanica sdo
esquemas que agrupam macigos em categorias de comportamento similar,
relacionando estas categorias com solugdes tipicas para diversos problemas de

engenharia.
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E importante compreender que o uso de classificagdes geomecinicas ndo
substitui (nem pode substituir) outros procedimentos de projeto mais elaborados.
Entretanto tais procedimentos de projeto requerem informagdes relativamente
detalhadas sobre as tensdes in situ, propriedades do maci¢o e seqiiéncia de
escavago, sendo que nenhuma destas informagdes estd usualmente disponivel nos
primeiros estagios do projeto. Até que estas informagdes se tornem disponiveis, as
classificagdes devem ser atualizadas e utilizadas em conjunto com outras analises de

campo (HOEK et al. 1995).

As classificagdes geomecinicas foram elaboradas por especialistas que ap6s a
sistematizagio da determinagiio da qualidade dos macigos, do tipo de solugdes
adotadas e comportamento observado em obras, em determinados locais para onde
propuseram os sistemas. Cabe a observagdo de que a aplicagdo destes sistemas em
outros locais que n#o o de sua origem, onde possam existir peculiaridades, deve ser

seguido de bastante precaugo e senso critico, observando as peculiaridades locais.

Apesar desta precaugio as classificagdes geomecénicas vem sendo aplicadas
com sucesso nas mais diferentes geologias. SINGH & GOEL (1999) sugerem como
principais razdes para o uso das classificagdes geomecénicas:

1) As classificagdes podem prover melhor comunicagdo entre gedlogos,

projetistas, empreiteiros € engenheiros;

2) As observagdes, experiéncias e julgamentos dos engenheiros sdo
correlacionadas e consolidadas mais efetivamente por um sistema de
classificagdo quantitativo.

3) Engenheiros preferem nimeros no lugar de descrigdes. Por esta razéo, um
sistema de classificagio quantitativo possui consideravel aplicagdo na
avaliagdo de qualidade dos macigos rochosos.

4) As classificagdes ajudam na organizagio do conhecimento.
De forma geral, uma classificagio geomecanica consiste em dar notas a

diversas caracteristicas do macigo. Estas notas sio computadas de forma que o

macico recebe uma nota global. Desta forma as classificagdes geomecanicas buscam
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separar 0s macigos rochosos em categorias de comportamento similar. Em um
sistema de classificagiio quantitativo, uma nota minima ¢ associada a um macigo de

péssima qualidade e uma nota maxima a um macigos de qualidade excelente.

Os sistemas de classificagdes permitem identificar os principais pardmetros
que influenciam o comportamento do macigo rochoso. Desta forma ¢ possivel dividir
uma formagio rochosa particular em zonas de comportamento similar, provendo uma
base para compreensio das caracteristicas de cada macigo rochoso. Um aspecto a ser
levantado ¢ que com as classificagdes faz-se possivel relatar a experiéncia das

condi¢des de um macigo em um local com a experiéncia encontrada em outros.

Nos primeiros sistemas de classificagdo, como os elaborados por Terzaghi,
Rabcewicz, a determinagfio da classe a que pertencia o macigo era realizada pela
comparagdo com um macigo exemplar (prototipo, arquétipo, representativo). Este

fato aumenta o elemento de subjetividade nas classificagdes.

As principais classificagdes propostas apds o inicio da década de 1970
possuem como caracteristica que a determinagéo da classe do macigo ¢ realizada com
algum processo de ponderagio de informagdes sobre as feigdes do macigo. A
similaridade destes sistemas com as redes neurais ja foi comentada, sendo

interessante transcrever um trecho das conclusdes de BARTON (1976):

"The Q system is essentially a wejghting process, in which the
positive and negative aspects of a rockmass are assessed. A
store of experience (case records), which is itself based on early
experience, is searched to try to find the most appropriate
suppott measures for the given excavations and rock mass
conditions. The whole proceedure is probably not dissimilar
to the mental process occurring when a very experienced
tunnelling  consultant is  asked for his  support
recommendations. While the assessment of most of the
parameters is admittedly subjective, the process of support

selection is organised and reasonably consistent."
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A similaridade entre as redes neurais e as classificagdes de macigos rochosos
é tio evidentes que diversas aplicagdes vem sendo desenvolvidas. A base de dados
de CECIL (1970) foi utilizada por LEE & STERLING (1992) para a construgio de
um modelo autoassociativo, que foi melhorado por YANG & KIM (1996). YANG &
ZHANG (1998) aplicaram uma rede neural para estudar a base de dados de CECIL
(1970) analisando a interagdo entre os pardmetros do problema. FENG (1995) propds
uma classificagiio com uma rede neural para a estabilidade, facilidade de desmonte ¢
perfuragio de macigos rochosos. A classificagio de YANG & ZHANG (1997)

relaciona parimetros do Sistema Q com o comportamento de macigos rochosos.

5.2 - OS SISTEMAS DE CLASSIFICAGAO GEOMECANICA

Uma referéncia cldssica para os sistemas de classificagdes geomecanicas
atuais é o trabalho de TERZAGHI (1946), onde as cargas que 0 macigo exerce no
suporte podem ser estimadas com base em descrigiio qualitativa do macigo. Estas
relagdes foram obtidas a partir da execugdo de um grande nimero de tineis na regifo
dos Alpes, que utilizaram como suporte cambotas metélicas interconectadas (steel
sets) firmemente cunhadas contra o macigo por blocos de madeira. Tais blocos de
madeira se comportavam como auténticas células de carga, sendo assim possivel

inferir as cargas que atuavam no revestimento a partir do seu aspecto.

0 indice ROD ¢é uma medida da qualidade do macigo rochoso, desta forma,
foram propostas relagdes entre o valor RQD e o comportamento do macigo (DEERE
& DEERE, 1988). Atualmente o RQD nfo ¢ utilizado como classificagdo de
pardmetro Unico, estando presente em praticamente todas as classificagdes

geomecanicas.
Diversos outros sistemas foram desenvolvidos. Atualmente, o Sistema Q) ¢ o

RMR sio os mais utilizados na pratica. Em seguida estes sistemas serdo descritos de

forma breve. Para obter detalhes dos outros sistemas de classificagdo, como 0 RMi
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(Rock Mass Index) e o Sistema N (Rock Mass Number) sugere-se o texto de SINGH
& GOEL (1999).

5.2.1 - O Sistema RMR

O sistema de classificagdo geomecéanica denominado RMR (Rock Mass Rating) foi
desenvolvido por Bieniawski entre 1972-1973. Atualizagdes do sistema foram
publicadas em 1974, 1976, 1979, 1984 ¢ 1989 (BIENIAWSKI, 1989). O sistema de
RMR considera os seguintes pardmetros do macigo:

1) Resisténcia a compressio simples da rocha intacta,

2) RQD,

3) Espacamento das descontinuidades,

4) Padrio das descontinuidades,

5) Acgdo da agua subterranea,

6) Orientagdo relativa das descontinuidades/escavagdo.

A cada pardmetro € associada uma nota em fungio do seu valor relativo. A
somatoria das notas define o RMR que varia entre 0 e 100. Um valor de RMR igual a
100 indica uma situagdo 6tima, quanto menor o RMR pior a condigdo do maci¢o. O
valor do RMR indica qual a classe do macigo e apresenta indicagdes para o projeto. A
Tabela 5.1 apresenta os pesos de cada parametro utilizado no sistema RMR, na

atualizagdo de 1989.

Um ponto que deve ser destacado € que no sistema RMR o indice ¢é obtido por
um somatorio e ndo por um produto como no sistema Q. Uma caracteristica de muito
ma qualidade de um macig¢o em conjunto com uma propriedade favoravel resulta em
caracteristicas médias quando se usa uma expresséo de adi¢do. Ja um produto, se um
dos fatores é muito préximo de zero, ¢ outros sdo limitados, sera também um niimero
baixo, mais condizente com as més qualidades do macigo (CELESTINO et al.,

1985).
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Caso exista um pardmetro em péssimas condigdes que leve o macigo

instabilidade o somatério nio fara o RMR tender a zero, como aconteceria no sistema

Q.

BIENIAWSKI (1989) apresenta ainda orientagdes para adogdo de um sistema
de contengfio, para uma segio tipo com formato de ferradura e vdo de 10m, escavada

com a utilizagio de explosivos, com tensdes verticais inferiores a 25MPa (Tabela
5.2)

O valor do RMR permite estimar valores de referéncia dos parimetros de
resisténcia e do tempo de auto-sustentagdo (Tabela 5.1, Item D). Correlagdes entre
tempo de auto-sustentagio e comprimento do vdo livre, em fungdo de valores de

RMR podem ser obtidas com o auxilio da Figura 5.1.
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Figura 5.1 - Correlagdes entre tempo de auto-sustentagdo e

comprimento do véo livre, em fungéo de valores de RMR.
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Tabela 5.1 - Sistema RMR de BIENIAWSKI (1989).

A. PARAMETROS DA CLASSIFICACAO E SEUS PESOS

Parametro Faixa de valores
Resisténcia | Indice de comp. >10 MPa 4-10 MPa 2-4 MPa 1-2MPa Uso nio
da Punifrme recomendavel
1 rocha Resisténcia a >250 MPa 100-250 MPa | 50-100 MPa 25-50 MPa  [5-25] 1-5 | <1
irieactn | 'Somp- wnisdal MPa|MPa| MPa
Pesos 15 12 T 4 2 1 0
ROD 90%-100% 75%-90% 50%-75% 25%-50% <25%
2 Pesos 20 17 13 8 3
Espacamento das >2m 0,6-2m 200 - 600 mm | 60 - 200 mm < 60 mm
3 desconudnuidades
Pesos 20 15 10 8 5
Superficies muite | Supexticies pouco | Superticies pouco Superficies Preenchimento
rugosas. rugosas. rugosas. estnadas. > Smm.
i g Nio persistentes. | Abertura <lmm. Abermira <lmm. ou on
Condicio das Fechadas. Paredes levemente Paredes muito Preenchimento Abertura > 5Smm.
4 descontinuidades Paredes sem alteradas. alteradas. < Smm. Persistentes.
(ver E) alteragio ou
Abertura de 1-5mm.
Persistentes.
Pesos 30 25 20 10 0
L Infiltracio por Nula <10 10 - 25 25-125 > 125
Agioda  |10m de tinel (1/m)
agua Relacio (u/o1)* 0 <0,1 0,1-0,2 0,2-05 >0,5
5 | subterrinea | Condigoes gerais | Completamente Umedecido Umido Gotcjando Fluxo abundante
S€CO
Pesos 15 10 7 4 0
B. AJUSTE DOS PESOS PARA A ORIENTACAO DAS DESCONTINUIDADES (ver F)
Direcio geologica e Muito Favoravel Moderado Desfavoravel Muito
mergulho favoravel desfavorivel
Taneis ¢ minas 0 -2 -5 -10 -12
Pesos IFfundagoes 0 -2 -1 -15 -25
Taludes 0 -3 -25 -50
C. CLASSE DO MACICO ROCHOSO DETERMINADA PELO SOMATORIO DOS PESOS
Somatério de pesos (RMR) 100 « 81 80 « 61 60 «— 41 40 « 21 <21
Classe do macico | 11 11 v v
Descricio Muito bom Bom Regular Ruim Muito Ruim
D. DESCRICAO DAS CLASSES
Numero da classe I 11 111 IAY \Y
Tempo médio de 20 anos para |1 ano para 10m| 1 semana para | 10 horas para 30 min. para
autosustentacio do vio livre 15m de v. livre de v. livre 5m de v. livre [2,5m de v. livie| lm de v. livre
Cocesio do macico (kPa) >400 300-400 200-300 100-200 < 100
Angulo de atrito do macico (%) >45 35-45 25-35 15-25 <15
E. RECOMENDACOES PARA A CLASSIFICAQAO DA CONDIGAO DAS DESCONTINUIDADES
Persisténcia da descont. < 1lm 1-3m 3-10 m 10-20 m >20m
Pesos 6 4 2 1 0
Aberwura Nenhuma <0,lmm 0,1-1,0mm 1-5mm > 5mm
Pesos 6 5 4 5 0
Rugosidade Muito rugosa Rugosa Pouco rugosa Suave Estriadas
Pesos 6 5 3 1 0
Preenchimento Nenhum Duro, <5mm | Duro, >5mm | Mole, <5mm | Mole, >5mm
Pesos 6 4 2 2 0
Alteracao Nio-alterada Pouco Moderada Alramente Decomposta
Pesos 6 5 3 1 0
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Tabela 5.1 - (Continuagéo).

F. EFEITO DA DIRECAQ GEOLOGICA E DO MERGULHO NA CONSTRUCAO DO TUNEL

Direcio Geoldgica perpendicular ao eixo do tinel

Direcio Geoldgica Paralela ao cixo do tinel

Escavagdo no sentido do
mergulho. Mergulho 45-90°

Escavacio no sentdo do
mergulho. Mergulho 20-45°

Mergulho 45-90°

Mergulho 20-45°

Muito favoravel

Favorivel

Muito desfavoravel

Moderado

Escavacio contra mergulho.
Mergulho 45-90¢

Escavagiio contra mergulho.
Mergulho 20-45°

Mergulho 0-20° - Dir. Geol. qualquer

Moderado

Desfavorivel

Moderado

* Relacio entre a pressio neutra nas paredes das descontinuidades (u) e a tensio principal maior (G1).

Tabela 5.2 - Recomendagdes para escavagéo e suporte de um tinel em
rocha, com vio livre de 10m, de acordo com o sistema RMR.

Classe do Macigo | Escavagio Ancoragem Concreto Cambotas
(20mm, com injecio) | projetado metalicas
I - Muito bom Segao plena, Geralmente ndo é necessario suporte €xceto
RMR: 100 « 81 | 3m de avanco ancoragens isoladas
IT - Bom Secdo plena, Localizada, ancora- 50mm na Nao utilizar
RMR: 80 « 61 1-1,5m de avango. Suporte gens na aborboda, aborboda onde
executado até 20m da face 3m de comprimento, | requerido
espacadas de 2,5m
com eventuais malhas
de protegio no teto
111 - Regular Calora e bancada, Sistematica; ancora- 50-100mm na Nio utlizar
RMR: 60 « 41 1,5-3m de avango da calota. gens 4m de aborboda e
Instalacio do suporte apos comprimento 30mm nos
cada fogo. espagadas de 1,5-2m | lados
Suporte exccutado at¢ 10m na aborboda e
da face. paredes com malhas
de protegio no teto
IV - Ruim Calota ¢ bancada, Sistematica; ancora- 100-150mm na | Elementos leves
RMR: 40 < 21 1-1,5m de avango da calora. gens 4-5m de aborboda e ou médios,
Instalagdo do suporte comprimento 100mm nos espagados de
comitantemente com espagadas de 1-1,5m lados 1,5m, onde
escavagio. na aborboda e requerido
Suporte executado até [0m paredes com malhas
da face. de protecio
V - Muito ruim Secoes multiplas, Sistemitica; ancora- 150-200mm na | Elementos
RMR: < 21 0,5-1,5m de avanco da calota. | gens 5-6m de aborboda, médios a
Instalacio do suporte comprimento 150mm nos pesados,
comitantemente com espagadas de 1-1,5m | lados, e 50mm espagados de
na aborboda ¢ na face 0,75m com

escavagao.

Concreto projetado o mais
breve possivel apos cada
fogo.

patedes com malhas
de protegio.
Ancoragem invertida.

forramento de
metal e
cravacio de
pranchas se
requerido.
Fechamento do
arco invertido
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Os pesos do sistema RMR para ajuste devido a orientagdo relativa de
descontinuidades ¢ melhor entendido com o auxilio da Figura 5.2, proposta por
FRANCIS (1991). A Figura 5.2 mostra um diagrama que permite, tendo-se a
proje¢io do polo, auxiliar na determinagdo da importéncia da orientagao relativa no
sistema RMR. Os setores delimitando classes de situagdo tem os mergulhos
categorizados nos intervalos de 0-20°, 20°-45° ¢ 45°-90°. As diregdes geoldgicas sdo
diferenciadas na classificagio como paralela ou perpendicular ao eixo do tinel e a
divisdo entre as duas foi tomada como os azimutes de 045°-225° e 135°-315°. O
diagrama foi elaborado tomando-se um tinel escavado no sentido oeste (270°) para

leste (90°). Para tineis escavados com outros sentidos o diagrama devera ser

rotacionado.
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Figura 5.2 — Efeito da orientagdo do polo da descontinuidade para a
classificagdo RMR (modificado de FRANCIS, 1991).
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5.2.2 - O Sistema Q

O sistema proposto por BARTON er al. (1974), no NGI (Norwegian
Geotechnical Institute), utiliza um pardmetro Q (Tunnelling Quality Index) para
determinar as caracteristicas do maci¢o rochoso e requisitos de suporte. O valor

numérico do indice Q varia em uma escala logaritmica de 0.001 até um maximo de

1000, sendo definido por:

o-(22) )%

n

onde:
ROD - Indice ROD (Rock Quality Designation),
J,, - Indice relativo ao nimero de familias de descontinuidades,
J, - Indice relativo a influéncia da rugosidade das descontinuidades,
Ja - Indice relativo 2 alteraciio das paredes das descontinuidades,
Jy - Indice relativo a agdo da dgua subterrinea,

SRF - Indice relativo ao estado de tensdes do macigo.

O primeiro quociente (RQD/J,) representa a estrutura do macigo ¢ ¢ uma
medida grosseira da dimensdo dos blocos ou das particulas. O segundo quociente
(Ji/J.) representa as caracteristicas de rugosidade ¢ do atrito das paredes das
descontinuidades. O terceiro quociente (Jw/SRF) consiste em dois pardmetros de
tensio. O SRF ¢ uma medida de: 1) alivio de carga no caso de escavagdes ao longo
de zonas de baixas resisténcia, 2) tensdes no macigo para rochas competentes, € 3)
cargas de escoamento lento (squezzing load) em rochas plasticas e incompetentes. O
parametro J, ¢ uma medida da pressio da agua, que afeta a resisténcia ao
cisalhamento das descontinuidades pela redugdio da tensdo efetiva. A é4gua pode
ainda causar o enfraquecimento e possivel carreamento de material no caso de
descontinuidades preenchidas. Os valores dos coeficientes podem ser encontrados na

Tabela 5.3.
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Para relacionar o indice  com o suporte a ser adotado BARTON et al., (1974)
criaram o parametro Dimensdo Equivalente (De) da escavagio. Este pardmetro ¢
obtido dividindo o vdo, didmetro ou altura (L) da escavagdo por um Indice de

Suporte da Escavagio (ESR - Excavation Suport Ratio). Assim:

D =— (5.2)

O valor de ESR esta relacionado com a intensidade de uso da escavagdo e o grau de
seguranga demandado do sistema de suporte para manter a estabilidade da escavagdo.
Na Tabela 5.4 podem ser encontrados valores de ESR em fungdo da natureza da

escavacio.

A escolha do suporte pode ser realizada com o auxilio da Figura 5.3, onde se
distinguem diversas categorias de suporte em fungio da Dimensdo Equivalente, De, ¢
do valor de . Uma descrigdo do suporte detalhado para cada categoria pode ser

encontrado em BARTON et al. (1974), HOEK & BROWN (1980) e GOMES (1991).

Com os valores de Q e ESR pode-se estimar o comprimento maximo do vdo sem

necessidade de suporte, dado por:

L =2ESR QO™ (5.3)

max

Para suportes provisérios recomenda-se adotar Q°=50Q. O sistema apresenta também
indicagio dos comprimentos das ancoragens e tensdo permanente no teto das

escavacoes.
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Tabela 5.3 - Parametros para a classificacdo pelo sistema Q.

DESCRICAQ VALOR OBSERVACOES

1. PADRAO GEOMECANICO DO MACIGO ROD 1. Para valores de RQD inferiores ou

A. Muito ruim 0-25 iguais a 10 (incluindo 0), um valor

B. Ruim 25-50 nominal de 10 ¢ udlizado no cilculo

C. Regular 50-75 de 0.

D. Bom 75-90 2. ROD com intervalos de 5 (i.c. 100,

E. Excelente 90-100 95, 90, etc.) sio suficientemente

exatos.

2. FAMILIAS DE DESCONTINUIDADES T

A. Descontinuidades esparsas ou ausentes 0,5-1,0

B. Uma familia de desconunuidades 2

C. Uma familia + descontinuidades aleatorias 3

D. Duas familias de descontinuidades 4

E. Duas familias + descontinuidades aleatérias 6

F. Trés familias de descontinuidades 9 1. Para intersccgoes usar (3,0 X J).

G. Trés familias + descontinuidades aleatérias 12

H. Quatro ou mais familias de descontinuidades, 15 2. Para embogques usar (2,0 X J).
descontnuidades aleatérias, muito fraturado

]. Rocha completamente fragmentada (triturada) 20

3. RUGOSIDADE DAS PAREDES
a. Paredes com contato rocha-racha
b. Paredes comr contato conr até 10 em de cisalhamento

|

clorita, talco, gesso, grafite, etc.), eventualmente
mareriais expansivos

A. Descontinuidades nio persistentes 4

B. Descontinuidades rugosas ou irregulares, 3
onduladas

C. Descontinuidades lisas, onduladas 2 1. Acrescentar 1,0 a0 valor de Jr caso o

D. Descontinuidades polidas, onduladas 1,5 espagamento médio das

E. Descontinuidades rugosas ou irregulares, planas 1,5 descontinuidades for maior que 3m.

F. Descontinuidades lisas, planas 1,0

G. Descontinuidades polidas ou estriadas, planas 0,5 2. Jr=0,5 pode ser utilizado para
c. Paredes semr contato rocha-rocha on cisalhadas descontinuidades polidas ou estiradas

H. Descontinuidades preenchidas com material 1,0 (stickensided), planas contendo
argiloso (nominal) lineagées, desde que as lineagoes

|. Descontinuidades preenchidas com material 1,0 sejam orientadas pela minima
granular (nominal) resisténcia.

4. ALTERAGAO DAS PAREDES s ¢ © (aprox.)
a. Paredes com contato racha-rocha

A. Paredes duras, compactas, com preenchimento 0,75 1. Valores de ¢, ingulo de
de materiais impermeiveis atrito residual, sio

B. Paredes sem alteracio, pigmentagio superficial 1,0 25-35 entendidos como
incipiente indicativo das

C. Paredes levemente alteradas, peliculas de 2,0 25-30 propriedades
materiais arenosos ou materiais abrasivos mineraldgicas dos

D. Paredes com peliculas de material silto-arenoso 3,0 20 - 25 produtos de alteragio.
com pequena fragio argilosa

E. Paredes com peliculas de marerial mole (micas, 4,0 8-16
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Tabela 5.3 - (Continuag&o).

DESCRICAO VALOR OBSERVACOELS
4. ALTERAGAO DAS PAREDES E ¢. © (aprox.)
b. Paredes con contato com até 10 cm de cisalbanmento
F. Paredes com particulas arenosas, fragmentos de 4,0 25 - 30
rocha, etc.
G. Paredes com preenchimento continuos e pouco 6,0 16 - 24
espessos (<5mm) de material argiloso
fortemente sobreadensado
H. Paredes com preenchimentos continuos e 8,0 12-16
pouco espessos (<5mm)de material argiloso
pouco ou medianamente sobreadensado
J. Paredes com preenchimento de materiais 8,0-12,0 6-12
argilosos expansivos. Valores de Ja depende da
percentagem de argilo-minerais expansivos ¢
c. Paredes sem contato racha-vocha ou dsalhadas
K. Zonas de preenchimento com fragmentos de 6,0
L. rocha e material argiloso (ver G, H e ] para 8,0
M. caracterizar condicdes das argilas) 8,0-12,0 6-24
N. Zonas de preenchimento com material arenoso 5,0
ou silto-argiloso, sendo pequena a fragio
argilosa
0. Zonas contnuas de preenchimento com 10,0 - 13,0
P. material argiloso (ver G, H e | para caracterizar 6,0 - 24,0
R. as condicdes das argilas)

5. AGAO DA AGUA

Al

Escavagio seca ou pequena efluéncia d’dgua
(51/min)

Afluéncia média da dgua com eventual
carreamento do preenchimento

Afluéncia elevada de dgua em rochas
competentes com descontinuidades nio
preenchidas

. Afluéncia elevada de dgua com carreamento

significadvo do preenchimento

Afluéncia excepcionalmente elevada de dgua (ou
jatos de pressio), com decaimento com o
tempo

Afluéncia excepcionalmente elevada de dgua (ou
jatos de pressio), sem decaimento com 0 empo

Js

0,33

0,2-0,1

0,1-0,05

Pressio neutra
aprox. (kgf/cm?)
<1,0

1,0-25

2,5-10,0

2,5-10,0

>10

>10

)

Os fatoresde Ca F
sdo estimativas cruas,
no caso de instalagio
de drenagem
aumentar os valores

de J...

Problemas especiais
causados pela
formagio de gelo sio
desconsiderados.
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Tabela 5.3 - (Continuagéo).

DESCRICAO

VALOR OBSERVACOES

6. ESTADO DE TENSOES NO MACICO

A. Ocorréncia de multiplas zonas de fraqueza contendo material

R X

N

—

oz

. Zonas de baixa resisténcia interceptando a escavagdo, o quie pode
cansar enfraquecimento do macigo guando o fiinel ¢ escavado

argiloso ou rocha quimicamente decomposta (qualquer
profundidade)

Ocorréncia de uma zona de fraqueza contendo material
argiloso ou rocha quimicamente decomposta (profundidade
da escavagio < 50m)

QOcorréncia de uma zona de fraqueza contendo material
argiloso ou rocha quimicamente decomposta (profundidade
da escavagio > 50m)

. Ocorréncia de multiplas zonas cisalhadas em material

competente (isentas de material argiloso), ¢ com blocos
desagregados de rocha (qualquer profundidade)

Ocorréncia de uma zona cisalhada em material competente
(isentas de matcrial argiloso), (profundidade da escavacao <
50m)

Ocorréncia de uma zona cisalhada em material competente
(isentas de material argiloso), (profundidade da escavagio >
50m)

. Ocorréncia de junras abertas ¢ intenso fraturamento do

macico (qualquer profundidade)
b. Rochas competentes, problemas com as fensies na rocha

o/or  a/o

Tensoes baixas, superticiais >200 =13
Tensoes moderadas 200-10 13-0.66

. Tensoes clevadas (usualmente 10-5 0.66-0,33
favoravel a esmabilidade, eventais
problemas de estabilidade das
paredes)

. Condigdes moderadas para explosao 5-2,5 0,33-0,16
de rocha (reckburst)

. Condicoes intensas para explosio <25 <0,16

de rocha (rockbursi)
c. Rochas com deformiacio lenta (squeesing), escoamento plistico de
rochas incompelentes sob a influéncia de altos pressies

. Pressoes de escoamento moderadas
. Pressoes de escoamento elavadas

d. Rachas expansivas (swelling), atividade quinsica dependente da
presena de dgna

. Pressoes de expansiao moderadas

Pressoes de expansio clevadas

SRF

2.5

3

5,0

2,5

0,5-2

5-10

10-20

5-10
10 - 20

5-10
10- 15

Reduzir os valores de
SRE de 25 - 50% no
caso de ocorréncia de
zonas cisalhadas mas ndo
interceptando a
escavagao.

Para um campo de
tensoes naturais
altamente anisotrépico
(se medido): quando
5<01/63<10, reduzir o,
para 0,80, ¢ O, para
0,80, quando o1/03<10,
reduzir o, e G para 0,60,
e 0,60,; onde: G =
resisténeia a compressio
simples, o, = resisténcia
a tracio, e O ¢ O3 SA0 as
tensoes principais
mdxima e minima.
Devido aos poucos
registros de caso
disponiveis onde a
profundidade do teto é
menor que o vio da
escavacio, sugere-se um
aumento no valor de
SRF de 2,5 para 5 em tal

caso (ver H).
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Tabela 5.3 - (Continuagéo).

OBSERVACOES ADICIONAIS PARA USO DESTAS TABELAS
Quando da realizacio de estimativas da Qualidade () do macigo, as seguintes recomendagées devem ser seguidas
em adigio as notas listadas na rabela:

1. Quando testemunhos de sondagem nio estio disponiveis, o ROD pode ser estimado a partir do nimero de
descontinuidades, no qual o nimero de descontinuidades por metro para cada familia é adicionado. Uma relagio
simples pode ser utilizada para converter este nimero para RQD, para o caso de macigos sem preenchimento
com material argiloso: RQD = 115-3,3Jv (aprox.), onde Jv = ntimero total de descontinuidades por m3 (0 <
RQD < 100 para 35 > Jv > 4,5).

2. O pardmetro J,, represente do nimero de descontinuidades, serd afetado por feigdes como foliagio,
xistosidade, acamamento, cic. Se estas feicoes estiverem fortemente desenvolvidas, estas “descontinuidades™
paralelas devem obviamente serem contadas como uma familia. Entretanto, se existem apenas algumas destas
“descontinuidades” visiveis, ou apenas quebras ocasionais do testemunho que se devam a estas feigdes, serd mais
apropriado trata-las como descontnuidades “aleatorias™ para aferir Jo.

3. Os parametros J; e J. (representando a resisténcia ao cisalhamento) devem incorporar a mais fraca das
familias de descontinuidades ou descontinuidade preenchida com argila em dada zona. Entretanto, se a familia ou
a descontinuidade com valor minimo de [./], possui orientagio favorivel para estabilidade, enquanto que uma
segunda, familia ou descondnuidade menos favoravelmente orientada pode algumas vezes ser mais significativa, ¢
seus altos valores de [;/], podem ser usados para determinar Q. O valor de [/, deve se referir a superficie mais
provivel que permita o inicio da ruptura.

4. Quando um macico rochoso contém argila, o fator SRF apropriado para perda de carga deve scr
determinado. Em tais casos a resisténcia da rocha intacta é de pouco interesse. Entretanto, quando a
descontnuidade € minima e a argila é completamente ausente, a resisténcia da rocha intacta pode se tornar a
ligagio mais fraca, ¢ a estabilidade entio dependerd da relagio tensio e resisténcia da rocha. Um forte campo de
tensio anisotrépico ¢ desfavorivel para a estabilidade e ¢ aplicado a nota 2 do item “Estado de Tensio do
Macico” desta tabela.

5. As resisténcias a compressio simples ¢ a tragio (Oc ¢ 6;) da rocha intacta devem ser determinadas em
condigoes saturadas, se isto ¢ apropriado para condigbes /n st presentes ¢ fururas. Uma estmatdva muito
conservadora de resisténcia deve ser feita para aquelas rochas que se deterioram quando expostas a condigdes de
umidade e de saturacio.

Tabela 5.4 - Valores de ESR em fungdo da natureza da escavacéo.

Natureza da escavagido ESR
A. Galerias provisorias de minas 3-5
B. Galerias permanentes de minas, tineis e galerias de adugao (exceto 1,6

condutos forcados sob altas pressoes), tineis-piloto, cimaras e
galerias para escavagoes de grande porte

C. Escavagdes para estocagem, estacoes de tratamento d’dgua, tineis 1,3
rodovidrios e ferrovidrios (obras correntes), tineis de acesso

D. Escavacdes para casas de forca, tineis rodoviirios e ferrovidrios 1,0
(obras especiais), obras de defesa, emboques e intersegdes de tineis

[. Escavagdes para centrais nucleares, tineis metrovidrios, instalagoes 0,8

para desenvolvimento de atividade humana

99




=1
3 EXCEPTIONALLY EXTREMELY VERY YERY EXT. EXC.
- POOR POOR POOR POOR | FAIR | GOOD | goop| GoOOD | GOOD
= L) . * - . _gwo
z i 1 1 e
S : 5 e
- ' a8 i ===-
z T . 1 30
% o | 11 IR ——T1za | | [1]1s " ? L. 4
P : i | 3 A R e anl 1l wl 1] _—1 211,
|y T T e [ ThR= T
- i ! —-—‘{"'\"TI’T— : s o ‘I_-"T'ﬁ‘ 13 —"“; | ‘/'/ 1"’ r 10
z % = ; 1 S = AN ] s A
5 ’-"’Tﬂ l l "1 l I “/(-ﬂ"‘" 13 : —"—-H//”TTT_/
: o iaa | ! (I L o L LTl W 1
4 - - /—‘, =1+t ’ = - T + T
& T et 1 1 T —— 33 t ¥l T = T
v = ETTERSEE A FT) f e T T RE; .
"o RR SRENTH P=eaiiil TS ol rs . s
4 il T e =ealii B = |
Zz AR REE F e . i P :
3 s < .
2 T L= P [T | X
Y ‘ 1 T . ; ;
[ ' | i
Z T ;nﬁ ! g[ /uf’| | i NO SUPPORT REQUIRED
z Ja‘{ii” T 1v/i A i ! Loy ot it ) .
- 1 - % * R
a ——— f T T —T — 1 :
s : + = T -
] i 3 : HE2 ; T il
E ] IBE /.'/-I-q\ 1 [HLE T TTiT
w I 0t 1 4 bt I REE I ] i il i
:(‘ v ey H 1 | I L TtT- 1 | 1
S /'— | | [1iit IRSRLE i
5 / R Ii | R
g : ‘
g AL i Hill
] it 4 il !
e 001 oos o1 02 o4 1 1 1 1 2 4 0 0 T we 100 400 W00
RQD J, 4

ROCK MASS QUALITY Q= T ) = (J“) x (gii

Figura 5.3 - Estimativa das categorias de suporte baseado no indice Q
(BARTON et al., 1974).

5.3 - REPRESENTAGAO LOCAL PARA O RVMR

Pode-se representar o Sistema RMR através de um perceptron simples, com
32 unidades na camada de entrada que sdo processadas em um unico neurdnio
(Figura 5.4), e uma fungdo de saida tipo escada (Figura 5.5). Os pesos w; podem ser
os pesos do proprio RMR. A saida do modelo ¢ um nimero inteiro que corresponde a

classe do macico.

O vetor feigdo pode ser fragmentado em seis partes, cada uma representando
um dos seis pardmetros do Sistema RMR. O vetor feigdo possui valores bindrios,
sendo que para uma das seis partes apenas um elemento possui valor que ndo zero.
Os elementos de 0 a 7 representam a resisténcia a compressdo simples, de 8 a 12 a

influéncia do RQD, de 13 a 17 o espagamento das descontinuidades, de 18 a 22 a
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condigdo das descontinuidades, de 23 a 27 a agdo da agua subterrdnea ¢ de 28 a 32 a

correcdo devido a orientagdo das descontinuidades.

>

Resisténcia a

compressao
simples
Xq .
Xg 8
RQD
X1z 2
Xs3 Wya

Espagamento das
descontinuidades

X47 Wiz f y
X1 Wig
Condigdo das
descontinuidades
X322 Va2
_ X23
Acdo da
agua
subterranea
er \'\0‘27

Corregao devido 28
a orientagdo das
descontinuidades

X32 Wiz

Figura 5.4 — Arquitetura para a rede RMR.
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Figura 5.5 — Fungao de saida tipo escada da rede RMR.
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O interessante da representagdo proposta ¢ que tornar possivel modificar o
algoritmo de treinamento do perceptron para o desenvolvimento de novas
classificagdes ponderadas. Pode-se pensar também na adaptagdo do RMR para

geologias particulares de forma rapida.

5.4 — UMA REDE DE LINK FUNCIONAL PARA O SISTEMA Q

Como o Sistema Q determina a classe do macigo através da multiplicagdo dos
pesos é necessario langar mio de unidades de processamento do tipo Sigma-Pi para
construir uma representagéo local. Este tipo de unidade calcula a ativac¢do da unidade

com uma relagdo do tipo:
net, = Zw,.H,ti (5.4)
=l il

onde x; = é o valor da entrada na unidade de saida; w; = peso da conexdo da unidade
J; para a unidade de saida. Em um contexto mais geral este tipo de unidade de

processamento é chamada de /ink funcional. (PAO, 1989; LOONEY, 1997).

O modelo possui como entrada um vetor fei¢do de dimensdo 60. A Figura 5.6
ilustra a representagdo proposta. O primeiro elemento do vetor € o valor numérico do
ROD dividido por 100. Os elementos de 2 a 10 representam as possiveis categorias
do numero de descontinuidades, de 13 a 21 a rugosidade das paredes das
descontinuidades, de 23 a 38 a alteragiio das paredes das descontinuidades, de 39 a
44 a agdo da agua e de 45 a 60 o estado de tensdo do macigo. Cada um destes
subconjuntos possui valores bindrios, sendo que apenas o elemento relativo a

categoria em que o macigo se enquadra possui valor nio nulo.
O peso w; possui valor 100, ¢ os demais pesos w; sdo o proprios pesos

encontrados nas tabelas do Sistema Q para os subconjuntos que estdo no numerador

da Equacgio (5.4) ¢ seu inverso para os que estio no denominador. Na unidade
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escondida existem 6 unidades que cujo valor de ativagdo corresponde exatamente a
cada um dos termos da Equagdo (5.4). O somatério dos pesos das sinapses entre a
camada escondida e a camada de saida ¢ sempre um. A unidade Sigma-Pi da camada
de saida possui uma fungio de saida do tipo escada (Figura 5.7), o que resulta que o
modelo apresenta como saida um niimero inteiro que representa o numero da classe a
qual o macigo pertence. A base de dados de CECIL (1970) foi codificada para teste

do programa NeuralQ (ver Capitulo 4 para descrigdo do programa).

Em um primeiro teste realizado os pesos foram inicializados com os valores

utilizados por BARTON et al. (1974). Obviamente a rede convergiu para uma Uinica

iteragdo.
RQD % Wy Ji=E
Nomerode 2 i

familias de

descontinuidades "
X1p Vip

Portal Xt

Intersegdo X12 Wiz

Rugosidade das jdE

paredes das

descontinuidades
X Wiy

Espagamento >3m x,, W

2wl Ix f :

_ X VY.
Alteragio das > 2
paredes das

descontinuidades

*
&
E‘é‘:

Xag Wag

Wag

X4 Wys
Estado de
tensdes do

macigo

H

-
w
=
o
b
i
=

Xgo €0

Figura 5.6 — Arquitetura para a rede do Sistema Q.

Para pesos iniciais unitirios, mesmo apds quarenta mil iteragdes a rede
apresenta uma classificagdo errada. Inicializando os pesos em ordem crescente
(w=1,2,3,...) para cada subconjunto, a rede converge perfeitamente apds 7531

Sy

interagdes.)Para ambas as simulagdes utilizou-se uma taxa de aprendizagem igual a
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0,01. Os valores de peso encontrados nestas simulagdes se mostraram coerentes em
relagio ao seu proposito, mas ndo se mostraram coerentes com os pesos de

BARTON et al. (1974).

A atualizagdo realizada por GRIMSTAD & BARTON (1993) modificou
apenas o valor do SRF no Sistema (. Uma variag@o do treinamento, onde treinava-se
apenas os valores de pesos relativos ao SRF, foi codificada. Com uma taxa de
aprendizagem de 0,2 a rede convergiu apds apenas 6242 iteragdes. Os valores de
SRF encontrados mostraram-se bastantes coerentes com os obtidos por BARTON et

al. (1974).

Algumas categorias ndo foram representadas no conjunto de treinamento, e
por conseqiiéncia os pesos obtidos ndo podem ser comparados. Tais categorias
referem-se a condicgdes de tensoes elevadas (6.K), condigdes para explosdo da rocha
(rockburst) (6.L e 6.M), macigos com problemas de deformacgdo lenta (squeezing)

(6.N e 6.0) e macigos com Rochas expansivas (swelling) (6.P ¢ 6.R).
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Figura 5.7 — Fungao de saida tipo escada da rede do Sistema Q.
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5.5 - A BASE DE DADOS DE CECIL (1970)

A base de dados de CECIL (1970) ‘foi levantada, como parte do trabalho de
doutoramento daquele autor, no periodo setembro de 1966 a margo de 1968, com 15
meses de visitas a projetos subterrdneos em rocha, na Suécia e Noruega. Esta base de
dados tem importincia historica pois constitui-se em aproximadamente metade da
fonte dos dados utilizados por BARTON et al. (1974) para o desenvolvimento do
Sistema (. A base de dados de CECIL (1970) destaca-se também pela forma como
fol organizada e tabulada, com rico registro de detalhes e fotografico dos casos
historicos. Dentre os casos apresentados por CECIL (1970) foram selecionados 92
casos, a maioria escavagOes subterrdneas para projetos hidroelétricos. Uma lista

detalhada dos casos pode ser encontrada nos anexos deste trabalho.

A secdo transversal das areas inspecionadas para a elaboragdo da base de
dados varia de sete metros quadrados até 440 m’. A largura do véo varia de 3.4m até
20 m. A cobertura de solo e rocha em todos os projetos ¢ menor que 300m, e em

muitos casos menos que 100m.

Na Figura 5.9, pode-se observar a freqiiéncia de larguras de vdo. Note-se que

o maior numero dos casos possui vio entre 5 e 15 metros.

A distribuig¢do de valores do indice O ¢ apresentada na Figura 5.10. A maioria
dos casos refere-se a macigos ‘“‘extremamente pobre” (0,01<0<0,1) até “bom”
(40<Q<0,1), poucos casos encontram-se nas categorias “muito bom™ (40<0<100),
“extremamente bom” (100<Q<400) e “excepcionalmente bom” (400<Q<1000).
Nenhum caso foi identificado como pertencente a categoria “excepcionalmente

pobre” (0,001<0<0,01).

Os histogramas referentes aos 6 pardmetros do Sistema Q, RQOD, J,, J;, Ja, Jy,

SRF, sdo, respectivamente apresentados nas Figuras 5.11, 5.12, 5.13, 5.14, 5.15.
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Figura 5.9 - Histograma de valores do indice Q.
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5.6 - PROCESSAMENTO DOS DADOS

Os dados geologicos possuem algumas peculiaridades que devem ser notadas
no momento da elabora¢do de um modelo de rede neural. A principal peculiaridade é
que uma grande parte dos dados, se ndo sua totalidade, ¢ composta de informagdes
qualitativas. Para tratar esta questdo deve-se fazer uso de escalas, discutidas no
Capitulo 4, para converter a informagdo qualitativa em numérica. Em algumas
situagdes pode-se adotar representagdes tipo "grandmother cell" para representar
informag¢des nominais, ou trabalhar com representagdes mistas. A decisdo de como
montar a estrutura de representagdio para a rede ¢ uma das mais importantes na
modelagem por redes neurais. Sendo que ¢ exatamente neste ponto que entra o
conhecimento do problema especifico que estd sendo tratado. Como ja foi
comentado, ANDERSON (1995) recomenda a realizagdo da maior quantidade de
pré-processamento possivel, para que as ndo-linearidades que a rede deve tratar

sejam minimizadas.

Todo o processo de classificagdo e identificagdo de padrdes ¢ ilustrado na
Figura 4.3 para um caso genérico. As Figuras 5.16, 5.17, 5.18 e 5.19 ilustram o
processo de classificagdo e identificagdo no contexto da engenharia de macigos

rochosos.

A etapa de amostragem dos dados ¢ ilustrada na Figura 5.16. No problema de
classificagdo de um macigo rochoso a amostragem é realizada pelos sentidos e
ferramentas do engenheiro ou gedlogo que inspecionam um afloramento ou uma
frente de escavagdo ou interpretam testemunhos de sondagem. Em um contexto
geotécnico mais geral pode-se incluir a qualquer sistema de aquisig¢do de dados seja
laboratorial ou de campo. No caso dos dados do presente trabalho os dados foram
levantados em campo durante as visitas a campo realizadas para execucgdo do

trabalho de CECIL (1970).
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O resultado do levantamento de campo foi codificado em varias tabelas e
descrigdes qualitativas apresentadas em CECIL (1970), ver Figura 5.17. O conjunto
destas informagdes forma, no caso do presente trabalho, a medida do dado. A forma
de sistematizagdo e registro dos dados adotada por CECIL (1970) foi muito bem

elaborada, o que facilita bastante o seu uso.

Para realizar a extragdo de fei¢des que servem de base para as classificagdes
foram adotadas as tabelas do Sistema Q. Estas tabelas servem de escala para que as
medidas dos dados possam ser convertidas em informag¢des numéricas (Figura 5.18).
O RQD ¢ uma informagio numérica direta. Pode-se observar que as tabelas relativas
ao numero de familia de descontinuidades (J,) € a agdo da agua (Jy) podem ser
consideradas ordinais, entretanto as demais tabelas sdo basicamente nominais, mas

organizadas de forma préxima a uma escala ordinal.

Cabe comentar de algumas limitagdes do processo de extragiio de feigdes.
Embora as tabelas do Sistema () sejam bastantes elaboradas existe alguma
subjetividade na sele¢do da categoria se encaixa um determinado macigo. Esta
limitagdo € particularmente forte no que se refere ao SRF. Entretanto, durante a
realizagdo do presente trabalho encontrou-se algumas diferengas em relagio ao peso
do nimero de familias de descontinuidades com o valor apresentado em BARTON et
al. (1974), especificamente para os casos 27 e 67. Deve-se fazer a ressalva que neste
trabalho utilizou-se a versdo da tese de CECIL (1970) publicada como relatério pelo
Swedish Geotechnical Institute, 0 que nido exclui algum problema de edi¢do. Uma
atengdo extra ao registro dos dados deve ser sempre realizada para evitar questdes

como esta que certamente geram ruidos nos dados.

O vetor feicdo resultante da extracdo de feigdes pode possuir diferentes
formatos. O problema pode ser tratado em termos diferentes vetores feigdo, CECIL
(1970) utilizou {ROD; D}, ja MERRITT (1972) utilizou {D; RQD}. Espago de
feigoes do Sistema Q ¢ definido pelo {logQ; logDe}, embora para a recomendacio

do suporte, na versio de 1974, outras fei¢cdes sdo utilizadas.
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Figura 5.16 — Processo de amostragem na classificagdo de um macigo

rochoso.
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A Figura 5.20 apresenta os dados dos 92 casos selecionados de CECIL (1970)
representados no espago de feigdes do Sistema Q. A reta apresentada no grafico
representa a fronteira entre macigos que necessitam de reforgo para manter a

estabilidade e os macigos que ndo necessitam.

Para o presente trabalho foram estudados dois espagos de feigdes. O primeiro
possui 4 dimensdes {logl0(RQD/Jn), logl0(Jr/Ja), loglO(Jw/SRF), loglO(D)}. O
segundo possui 3 dimensdes {loglO(RQD/n/D), logl0(JrlJa), loglO(Jw/SRF)}. Na
Figura 5.21 estiio representados os dados de CECIL (1970) no espago de feigdes de 3
dimensdes adotado. Note-se que neste espago a primeira varidvel representa o
tamanho do bloco (na verdade a relagdo do tamanho do bloco com o didmetro do
tinel), a segunda varidvel representa a resisténcia ao cisalhamento das
descontinuidades e a terceira variavel representa o nivel de tensdo ao qual o macigo

esta submetido.

Para uma melhor compreensio dos dados, doze casos apresentados em
detalhe em BARTON et al. (1974) sdo apresentados no espago de feigdes do Sistema
Q (Figura 5.23) e no espago de feigdes tridimensional adotado. Os detalhes dos casos

estdo nas Figuras 5.24 e 5.25.

Note-se que os casos 43, 48 e 60 referem-se a escavagdes que atravessam
zonas de falhas, caracterizadas por resisténcia ao cisalhamento muito baixa nas
descontinuidades. No diagrama da Figura 5.23 os pontos que representam estes casos

possuem valores baixos de logl0(Jw/SRF).

Os casos 8, 70, 74, 75 e 77 referem-se a macigos de boa qualidade. Trata-se
de casos de macigos que ndo necessitam de revestimento, com exce¢do do caso 75
que refere-se a uma intercessdo. Os casos 39 e 56 representam situagdes onde o
tamanho dos blocos ¢ pequeno. Os demais casos apresentam uma situagdo

intermediaria em relagdo aos parametros.
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5.7 — CLASSIFICAGAO NAO-SUPERVISIONADA

Um padrio pode ser visto como um ponto em um espago de feigdes N-
dimensional, assim pode-se esperar que estes padrdes possuam alguma similaridade,
com base a classe a qual pertengam ou aos valores de algum atributo, estando
proximos, de acordo com algum critério no espago de feigdes. Padrdes que
pertengam a uma dada classe devem estar mais proximos no espago de feigoes,
formando um agrupamento (cluster), que outros padrdes pertencentes a uma segunda
classe. Em determinadas situagdes pode ser apropriado descobrir como os padrdes

observados estdo distribuidos no espaco de fei¢des (PAO, 1989).

Para definir similaridade ¢ necessario estabelecer uma métrica. A meétrica

adotada pode-se ter influéncia no resultado.

O julgamento da similaridade possui certa complexidade. Tome-se por
exemplo o problema apresentado na Figura 5.26. Note-se que o par da esquerda é
mais proximo ao par do topo por uma medida de similaridade fisica. Criangas
geralmente escolhem o par da esquerda como o mais similar. Entretanto, com
instrugdes neutras, adultos escolhem o par da direita em 70% das vezes. Este par
possui similaridade de relagdo. Este julgamento ¢ realizado com base em complexas
relagdes entre dois objetos. Se ao invés de instrugdes neutfras as instrugdes
recomendem que se olhe para relagdes, os adultos passam a escolher o par da direita

em 90% das vezes (ANDERSON, 1995).

A questdo exemplificada na Figura 5.26 lembra a subjetividade encontrada no
momento de atribuir uma descrigdo qualitativa para uma das categorias das tabelas
do Sistema (. E interessante lembrar que cada uma das varidveis do Sistema Q foi
concebida com um significado, a leitura das notas do artigo de BARTON et al.

(1974) permite algum esclarecimento, entretanto, a subjetividade continua existindo.
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Figura 5.26 — Teste de julgamento de similaridade (ANDERSON, 1995).

Como apresentado anteriormente foram selecionados dois possiveis espagos
de feigdes, um com 4 dimensdes {loglO(RQD//n), loglO(JriJa), logl0(Jw/SRF),
loglO(D)}, e outro com 3 dimensdes {loglO(RQD/In/D), loglO(JrlJa),
loglO(/w/SRF)}. O espago de 4 dimensdes trata de forma separada o didmetro da

escavacao.

Uma classificagdo ndo-supervisionada foi realizada com os dados dos dois
espacos de feigcdes. Para realizar tal classificagdo foi utilizado o programa
apresentado por PAO (1989), que ¢ descrito como uma variagdo das redes ART, mas
trabalhando com a distdncia euclidiana. Resumidamente, dado um conjunto de
padrdes e um valor limiar (¢threshold) o algoritmo identifica agrupamento de padrdes

cuja distdncia euclidiana seja inferior ao valor do limiar adotado.

Foram realizadas andlises com diversos valores de limiar. Os resultados
apresentados nas Figuras 5.27 e 5.28 referem-se a categorizagdo dos dados para os
espacos de feigdes tridimensionais e quadridimensionais, respectivamente, para um
valor limiar 0,7. O espago tridimensional ficou dividido em 8 agrupamentos € o

quadridimensional e 10 agrupamentos.

Nas Figuras 5.27 e 5.28, buscou-se identificar que tipo de suporte estaria

relacionado com cada agrupamento. Embora os casos de macigos sem suporte
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concentrem-se em alguns agrupamentos, percebe-se que os resultados néo indicam

relagdio entre os agrupamentos e o tipo de suporte.

Cluster Casos
0 1* V@O 47\ @2 43 V@O 49 CC 65V
71 0 72 73 76 Vil 80 CC
1 2VC 4 CC 5C 7V0 11 YOO
1271 13 VC 14 VO 15 VO 22+
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67 86 \/ 89C 90 V
2 3C 9C 10C 16 VCC 25 YO
26 VO 271 28 VC 310 32V
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3 6 A 8 A\ 1700 20 A 21 A
29 A 36 A 70 2 74 N\ 77 A
78 A\ 91 A
4 18 SCOC 19 CCOC 33 VCC 56 CC 57 VCO
79 OCCH 81 OC 85 COOC
5 30L0O 30M 44 C 84 C 2V
6 42 B,.OC0O 43 M 51 V@O 59 C 6110
88 VOO
7 54 V@O 55V@ 60 VO 69 VIl
3 68 A 87 A
Legenda
VAN Sem suporte
] Ancoragem bastante espagadas (> Sm)
Vv Ancoragem medianamente espagadas (2-5m)
v Ancoragem pesada (< 2m)
C Uma aplicagdo de concreto projetado (4-6¢cm)
| Arco de concreto moldado
O Concreto projetado refor¢ado
*

Portal ou intersecdo

Figura 5.27 — Resultado da classificagdo ndo supervisionada, espago

de feigdes tridimensional, valor limiar 0,7.

Pode-se observar que nos dois espagos de feigdes os agrupamentos sdo

semelhantes, o que recomenda a utilizagdo do espago de feicdes tridimensional.

Pode-se observar na Figura 5.29 como os agrupamentos se distribuem no espago de

fei¢oes tridimensional.
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Cluster Casos
0 1* VOO 47 /@O 48 V@O 49 CO 54 V@O
65V 71 0 72l 73 H 76 Yl
80 OC 88 VCOU
1 2VC 4 CC 5Q 7VC 11 YOO
12} 13VC 14 VC 15 VC 2%V
23 VeO 24 V@ 33VCC 40 W 41 H
45L1CC 50CC 53 V@C 58V 62L C
86 v 89 C 90 \/
2 3C 9C 10C 16 VCC 25¥YC
28 VO 30CC 32V 34% N/ 354
36 /A 38*V 44 C 46* V@ 52\
63V 64 \/ 82 VO 84 O 22V
3 6 A AN 1701 20 A 21 A
26 VO 278 29/ 310 70 A
74 A\ T3¢ 78 A 83 A 91 A
4 18CCCC  19CCCC 56 CO 57 VCC 79 CCCH
85 CCC
5 37 V@O
6 39N
7 42 B.CCOC 43 51 V@O 59 C 61O
81 CO
8 55V@® 60 VO 69 VHl
9 66 VO 67C
10 68 A\ [ AN 87 A
Legenda
&Y Sem suporte
o Ancoragem bastante espagadas (> 5m)
vV Ancoragem medianamente espagadas (2-5m)
v Ancoragem pesada (< 2m)
C Uma aplicagdo de concreto projetado (4-6cm)
| Arco de concreto moldado
@ Concreto projetado reforgado
*

Portal ou intersegio

Figura 5.28 — Resultado da classificagdo ndo supervisionada, espago

de feigbes quadridimensional, valor limiar 0,7.
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Figura 5.29 — Visualizacdo dos clusters no espago de fei¢gdes tridimensional, valor limiar 0,7.
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5.8 — CLASSIFICAGAO SUPERVISIONADA

Na andlise nido-supervisionada percebeu-se que o espago de feigdes
tridimensional dimensoes {loglO(RQD/Jn/D), logl0(Jr/Ja), logl O(JwW/SRF)} permite
agrupamentos semelhantes ao espago de 4 dimensdes {logl0(RQD/Jn), logl0(Jr/Ja),
log10(Jw/SRF), logl0(D)}, entretanto ndo foi possivel identificar nos agrupamentos

uma relagdo com o tipo de suporte utilizado.

Para mapear o tipo de suporte uma rede MLP foi concebida (Figura 3.30). A
camada de entrada possui trés unidades {loglO(RQD/Jn/D), logl0(JrtJa),
loglO(Jw/SRF)}, isto ¢ a entrada da rede ¢ formada pelo espago de feigGes. Na
camada foram utilizadas seis unidades de processamento. Na camada existem quatro

unidades de processamento.

A primeira unidade de processamento representa a presencga de ancoragem.
Os valores de saida da unidade foram associados a diferentes valores para as
situagdes onde ndo foi utilizada ancoragem (valor 0), ancoragem esporadica, com
espagamentos maiores que cinco metros (valor 0,1), ancoragem com espagamento
entre dois e cinco metros (valor 0,5) e ancoragem com espagamentos inferiores a Im
(valor I). A Figura 5.31 apresenta os dados no espago de feigdes tridimensional,

onde sdo representados os tipos de ancoragem utilizados em cada caso.

A Segunda unidade de saida representa o uso do concreto projetado. Os
valores alvo foram adotados em acordo ao numero de aplicagdes de concreto
projetado: para quatro aplicagdes valor 1; para trés aplicagdes calor 0,75; para duas
aplicagdes valor 0,5; para uma aplicagdo valor 0,25 e para o caso onde o projetado
ndo foi utilizado adotou-se valor 0. A Figura 5.32 apresenta os dados no espago de
feigoes tridimensional, distinguindo-se o nimero de aplica¢des de concreto projetado

em cada caso.
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A terceira unidade de saida representa a utilizagdo de concreto projetado com
tela. Foram adotados como valores alvo 0 e 1 respectivamente para os casos onde
nfio foi utilizado este tipo de suporte e para o caso em que foi utilizado. A Figura

5.33 distingue cada caso.

Na quarta unidade de saida uma representa¢éio binaria também foi utilizada
para os casos onde foi utilizado arco de concreto moldado (valor 1) e os casos onde

niio se utilizou (valor 0). A utilizagdo deste tipo de suporte ¢ ilustrada na Figura 5.34.

A rede foi treinada com os 92 casos da base de dados de CECIL (1970) e os
resultados do treinamento estdo apresentados na Tabela 5.4. O erro médio final do
treinamento foi de 0,256. A rede treinada foi utilizada para um mapeamento
completo de cada varidvel de saida em todo o dominio, cujos os resultados sdo

discutidos a seguir.

SO0 Ancoragem
log Jn {0:0,150,5;1}
10
D
Concreto
projetado
Jr {0;0,25;0,5 ;0,75;1}
lo —
gm[-]a] Concreto
projetado
com tela
gll]( . ) {0;1}
ARE Arco de
concreto
moldado
+1 (o1

Figura 5.30 — Rede MLP com trés entradas e quatro saidas.
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Ancoragem

LSS e

Sem ancoragem
Anc. (=5m)
Anc. (2-5m)
Anc, (<1m)

> ¢ H O

Figura 5.31 — Dados de treinamento, ancoragem.
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Concreto projetado

.-'ﬂ’ 3

L SRS OB
=
La'r )

Sem projetado
Uma aplicacéo
Duas aplicacdes
Trés aplicacbes
Quatro aplicacdes

® & H O

Figura 5.32 — Dados de treinamento, concreto projetado.
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Concreto reforcado

LLaS v aen

o Sem projetado + tela

Com projetado + tela
Figura 5.33 — Dados de treinamento, concreto projetado com tela.

—
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Concreto moldado

Sem CCA
Com CCA

@]
]

Figura 5.34 — Dados de treinamento, arco de concreto moldado.
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Tabela 5.4 — Resultado do treinamento da rede neural supervisionada.

Casos Valores alvo Resultado da rede Erro
Bolt Shot Rshot CCA | Bolt Shot Rshot CCA | Bolt Shot Rshot CCA
1* V@ 1 0,25 1 0 100 0,41 100 000| 000 -0,14 0,00 0,00
2VC 1 0,25 0 0 1,00 0,10 1,00 0,00| 000 -0,15 1,00 0,00
el 0 0,25 0 0 040 007 000 000| 040 -0,18 0,00 0,00
40C 0 0.5 0 0 022 008 000 000| 022 -042 000 0,00
5 0 0.25 0 0 021 008 000 000| 021 -017 000 0,00
6\ 0 0 0 0 000 001 000 000| 000 001 000 0,00
TVC 1 0,25 0 0 099 019 007 000| -001 -006 0,07 0,00
AN 0 0 0 0 000 001 o000 000| 000 001 000 0,00
90 0 0,25 0 0 038 006 000 000| 038 -0,19 0,00 0,00
100 0 0,25 0 0 040 007 000 000| 040 -0,18 0,00 0,00
11 VOO 1 0,5 0 0 082 022 068 000| -0,18 -028 068 0,00
121 0,1 0 0 0 0,21 o008 000 000| 0141 008 0,00 0,00
13VYC 1 0,25 0 0 094 o008 003 000| -006 -0,17 0,03 0,00
14 VO 1 0,25 0 0 1,00 0,0 100 000| 000 -0,15 1,00 0,00
15VC 1 0.25 0 0 097 011 000 000f -003 -0,14 0,00 0,00
16 VOO 0,5 0.5 0 0 001 o011 000 000( -049 -039 000 0,00
1700 0.1 0 0 0 0,00 001 000 000 -0,10 001 000 0,00
18 OO 0 1 0 0 012 053 000 000| 012 -047 0,00 0,00
19 COOD 0 1 0 0 012 053 000 000| 0,12 -047 0,00 0,00
20 /. 0 0 0 0 0,00 001 000 000| 000 001 000 0,00
21 4 0 0 0 0 0,00 001 o000 000| 000 001 000 0,00
P 4 1 0 0 0 045 006 000 O000| -055 006 0,00 0,00
23 V@ 1 0,25 1 0 099 017 100 000| -001 -008 000 0,00
24V@® 1 0 1 0 099 0,17 100 000| -0,01 0,7 0,00 0,00
25 VO i 0,25 0 0 045 006 000 000) -055 -0,19 0,00 0,00
26 VO 05 025 0 0 0,i2 008 000 000( -038 -0,19 0,00 0,00
27 0 0 0 0 005 005 000 000( 005 005 000 0,00
28 N7 05 025 0 0 100 025 030 000| 050 000 030 0,00
20 /. 0 0 0 0 0,00 001 000 000| 000 001 000 0,00
NG 0,1 0,25 0 0 002 021 000 000| -008 -0,04 000 0,00
31 0.1 0 0 0 043 006 000 000| 033 006 000 0,00
32V 1 0 0 0 039 007 000 000| -061 007 000 0,00
13 VOO 1 05 0 0 012 053 000 000| -088 003 000 0,00
34% N/ 0.5 0 0 0 017 006 000 000| -0,33 006 000 0,00
35/ 0 0 0 0 001 004 000 000| 001 004 000 0,00
36 /N 0 0 0 0 0,00 001 000 000| 000 001 000 000
37 V@D 05 025 1 0 100 0,16 099 000| 050 -0,09 -0,01 0,00
38 1 0 0 0 045 006 000 000|-055 0,06 000 0,00
30M 0 0 0 1 003 022 000 000| 003 022 000 -1,00
40 W 0 0 0 1 080 022 062 000| 080 022 062 -1,00
41 M 0 0 0 1 058 007 000 O000| 058 007 000 -1,00
42 .’ X 0 0 0 1 001 0,18 000 072| 001 0,48 000 -0,28
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ey | 0o 0 0 1 | 000 018 000 071] 000 018 000 -0,29
40 025 0 0 | 002 021 000 000 002 -004 000 000
45 (( | o1 05 0 0 | 006 020 000 000 004 030 000 0,00
46* '@ | 05 ©0 1 0 | 011 012 000 000] 039 012 -1,00 0,00
47/@_ | 05 025 1 0 | 094 020 098 000| 044 -005 -002 000
48 @ | 056 025 1 0 | 081 022 066 000] 031 -003 -034 0,00
4900 0 05 0 0 | 003 019 000 000 003 -031 000 000
50 CC 0 05 0 0 | 012 019 000 000] 012 -031 000 0,00
51 @ | 05 025 1 0 | 082 022 066 000] 032 -003 034 000
52 A\ 0 0 0 0 | 041 006 000 000] 041 006 000 000
SIV@, 1 02 1 0 | 08 021 08 000 -014 -004 -020 0,00
54/@ | 05 02 1 0 | 084 009 100 002| 034 -016 000 002
55 V@ 0 1 0 | 069 010 065 000 031 010 -035 0,00
56 OC 0 05 0 0 | 012 053 000 000 012 003 000 0,00
STV 1 05 0 0 | 099 034 001 000[-001 016 001 000
T 065 0 0 0 | 044 006 000 000|-006 006 000 0,00
ThNe 01 025 0 0 | 015 050 000 000 005 025 000 000
60 7 05 02 0 0 | 063 011 000 000 013 014 000 000
61 _C 01 025 ©0 0 | 000 019 000 004| 010 -006 000 004
627 C 01 025 0 0 | 045 006 000 000| 035 -0.19 000 0.00
63 %7 05 0 0 0 | 043 006 000 000|007 006 000 0,00
64 05 0 0 0 | 042 006 000 000 008 006 000 0,00
65 05 0 0 0 | 100 010 1,00 000 050 010 100 0,00
66 /O 05 025 0 0 | 045 006 000 000 -005 -019 000 000
67C 025 0 0 | 045 006 000 000] 045 -019 000 0,00
68 /~ 0 0 0 0 | 000 00f 000 000 000 001 000 000
69 VM 05 0 0 1 | 000 018 000 090| 050 018 000 -0,10
70 /> 0 0 0 0 | 005 004 000 000 005 004 000 000
71 H 0 o0 0 1 | 000 019 000 094 000 019 000 -0,06
7 H 0 0 0 1 | 000 018 000 091| 000 018 000 -0,09
73l o 0 0 1 | 001 o018 000 091| 001 018 000 -0,09
74 /\ 0 0 0 0 | 000 00T 000 000 000 001 000 000
75% N/ 05 0 0 0 | 022 006 000 000 -028 006 000 000
76 VH i 0 0 1 | 083 020 082 000|017 020 082 -1,00
77 A 0 0 0 0 | 000 001 000 000 000 001 000 000
78 /\ 0 0 0 0 | 000 001 000 000 000 001 000 000
79 OCC, 0 0 0 1 | 012 053 000 000 012 053 000 -1,00
80 O 0 05 0 0 | 013 020 002 000 013 -030 002 000
81 00 0 05 0 0 | 024 047 000 000 024 -003 000 000
89V 1 025 0 0 | 041 006 000 000] 059 -019 000 0,00
33 0 0 0 0 | 014 006 000 000] 014 006 000 000
340 0 02 0 0 | 003 019 000 000] 003 -006 000 000
85 OO0 0 075 0 0 | 012 053 000 000 012 -022 000 0,00
36 05 0 0 0 | 060 026 000 000 010 026 000 0,00
87 /A © 0 0 0 | 000 001 000 000 000 001 000 000
8V O 1 05 0 0 | 065 021 038 000 035 020 038 000
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89 C 0 0,25 0 0 045 006 000 000| 045 -0,19 0,00 0,00
90 7 05 0 0 0,22 008 000 000 -0,28 008 000 0,00
9] /. 0 0 0 0,00 001 000 000| 000 o001t 000 0,00
92 v/ 0,5 0 0 002 021 000 000 -048 021 000 0,00

5.8.1 — Analise dos resultados

Como explicitado anteriormente, com a rede treinada foi possivel tirar
proveito da caracteristica de um MLP de ser interpolador universal de fungdes. Para
visualizar-se a saida da rede em todo o dominio gerou-se como entrada da rede uma

varredura em todo o dominio.

Os resultados foram colocados em forma grafica com o auxilio da ferramenta
de visualizagdo de fatias do MATLAB. Cada saida ¢ representada em varios graficos
individuais. Estas saidas podem ser compreendidas como tendéncias no uso de
determinado tipo de suporte em dadas regides do dominio. Obviamente deve-se
lembrar que os resultados apresentam algum tipo de ruido e possuem
representatividade limitada para regides do dominio onde ndo existam dados no

conjunto de treinamento.

A Figura 5.35 apresenta o mapcamento do dominio para a primeira saida, que
representa a utilizacdo de ancoragens. A Figura 5.36 e 5.37 apresentam oS mesmos
resultados permitindo uma melhor visualizagdo com planos deslizantes. Pode-se
perceber claramente que o uso de ancoragens pesadas (espagamento inferior a um
metro) estd associado ao tamanho dos blocos e a resisténcia ao cisalhamento das
descontinuidades. A diminui¢do do tamanho dos blocos exige um aumento na
resisténcia ao cisalhamento das descontinuidades para que o uso das ancoragens seja
efetivo. Este comportamento ¢ bastante coerente com um tipo de reforgo que

funciona por atrito.

A utilizagdo de um padrio de ancoragem mais leve esta indicado para

dimensdes de blocos maiores ¢ um certo nivel de resisténcia ao cisalhamento. O uso
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de ancoragens parece independer do nivel de tensdes para blocos menores. Para
dimensdo de blocos maiores, em situagdes de tensdo piores verifica-se a presenga de

ancoragens.

Maiores quantidades de concreto projetado parecem necessarias em regioes
de blocos menores e resisténcia ao cisalhamento menores, conforme pode ser
observado na Figura 5.38, ¢ nos planos deslizantes das Figuras 5.39 e 5.40. O nivel
de tensdo ndo mostra grande influéncia na definigdo do uso de concreto projetado.
Percebe-se uma certa coincidéncia nas fronteiras de aplicagdo de concreto projetado

e no uso de ancoragens.

O uso de concreto projetado em menores quantidades (uma aplicagdo) parece
indicado em casos de blocos maiores e pequena resisténcia das descontinuidades e
em quando com blocos menores e melhor resisténcia ao cisalhamento das
descontinuidades. Cabe uma ressalva que o fundo de escala apresentado indica
valores maximos proximos ao utilizado no treinamento para representagdo de duas
aplicag¢des de concreto. Entretanto observa-se que existem na base de dados poucos

casos com mais de duas aplica¢des de concreto projetado.

O uso de concreto projetado com tela estd claramente associado ao uso de
ancoragens, o lugar geométrico da presenga de concreto projetado com tela esta
muito préximo ao de ancoragens sistematicas, 0 que se mostra coerente com a
aplicacdo pratica deste tipo de suporte. Como pode ser observado na Figura 5.41 e
nos planos deslizantes das Figura 5.42 e 5.43 existe uma dimensdo de bloco abaixo

da qual o concreto projetado com tela ndo é mais utilizado.

A observagio da Figura 5.44 e dos planos deslizantes nas Figuras 5.45 ¢ 5.46
indicam que a utilizagdo de arco de concreto moldado estd associada a resisténcias ao
cisalhamento muito baixas, o que é comum em regides de falhas geologicas,

exatamente onde este tipo de suporte costuma a ser utilizado.

137



log1O(RQD/In/D)

s

log10(JrtJa)

’
o
]

(4450)0160|

El -—
v

Figura 5.35 — Mapeamento do dominio para saida ancoragem.
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Figura 5.37 — Mapeamento do dominio para saida ancoragem (planos log10(Jw/SRF) = -1,4; -1; 0,5; 0).
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Figura 5.38 — Mapeamento do dominio para saida concreto projetado.
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Figura 5.40 — Mapeamento do dominio para saida concreto projetado (planos log10(Jw/SRF) = -1,4; -1; 0,5; 0).
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Figura 5.41 — Mapeamento do dominio para saida concreto projetado com tela.
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Figura 5.44 — Mapeamento do dominio para saida arco de concreto moldado.
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Capitulo 6
CONSIDERAGCOES FINAIS

As redes neurais aparecem como uma nova ferramenta para solugio de
problemas geotécnicos. Aplicagdes com sucesso foram desenvolvidos nas mais
diversas arcas da Engenharia Geotécnica. Velhos problemas tém sido resolvidos,
com o auxilio das redes, melhorando solugdes cldssicas e criando uma capacidade de

gerar mais informagdes que permitam ampliar a compreensdo de pontos obscuros.

A maioria dos trabalhos publicados, envolvendo a aplicagdo de redes neurais
em geotecnia, ¢ recente. Os primeiros datam do inicio da década de 1990 e a
quantidade de publicagdes cresceu de forma surpreendente até o presente ano. Nota-
se por parte dos autores um grande entusiasmo. Na maioria dos trabalhos ¢ destacado
tratar-se de uma aplicagao inicial, ¢ que desenvolvimentos com maior refinamento

serdo realizados.

Um ponto que causa estranheza € o fato de as redes neurais serem modelos
que ndo possuem pardmetros, num sentido geotécnico classico. A sensibilidade em
relagdo ao problema ¢ classicamente dada pelos valores dos parametros. Faz-se
necessario um melhor desenvolvimento e esclarecimento de técnicas que permitam
ao usuario um controle do modelo. Uma rede neural ndo deve ser vista como uma

caixa preta, mas sim como um modelo livre de forma.

As redes neurais artificiais ¢ as classificagdes geomecanicas possuem diversas

similaridades. A teoria das redes neurais e de classificagdo de padrdes pode auxiliar
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na formalizacdo do estudo das classificagdes geomecénicas, bem como no
incremento da capacidade das classificagdes e no desenvolvimento de novas

classificagoes.

Os primeiros sistemas de classificagdo possuiam como ponto em comum que
a determinagdo da classe a que pertencia o macigo era realizada pela comparagdo
com um macigo exemplar (protétipo, arquétipo, representativo). Nas principais
classificagdes contemporineas a determinagdo da classe do macigo ¢ realizada com
algum processo de ponderagdo de informagdes sobre as feigdes do macigo. Assim a
separagdo entre classes se¢ da no espago de feigdes escolhido pelos sistemas de
classificagdo. Um ponto que pode ser critico ¢ o da escolha das feigdes utilizadas

como descri¢do dos macigos.

Os principais sistemas de classificagdes geomecédnicas podem ser
representados como redes neurais de representagdo local. O sistema RMR pode ser
representado como uma rede muito similar a um perceptron simples, com
peculiaridades no que se refere a fung¢do de saida. O sistema Q pode ser representado
com um tipo de rede de /ink funcional, que teve o algoritmo backpropagation

adaptado para seu treinamento.

Classificagdes similares as convencionais podem ser facilmente elaboradas
com pequenas modificagdes nos algoritmos de treinamento das redes neurais. E
possivel ainda adaptar as classificagdes convencionais para observar peculiaridades
na geologia e nas praticas construtivas regionais. Assim, no caso de uma escavagio
em uma geologia particular onde as classificagdes convencionais indicam classes que
ndo correspondem a realidade de campo (a classificagdo convencional recomendaria
suporte para um maci¢o auto-portante), uma rede, tipo a proposta para o RMR ou
para o Sistema (J, poderia ser treinada com as informagdes das feigdes levantadas em
campo e com a identificagdo de uma classe na saida que estivesse relacionada com as

condi¢des de campo reais (a classe indicando a real necessidade de suporte). A rede

teria como pesos iniciais os proprios pesos da classificagdo convencional, € apos o
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treinamento os novos pesos fariam com que a classificagdo estivesse adaptada ou

calibrada para aquela geologia e praticas construtivas particulares.

No presente trabalho foram realizados experimentos computacionais com
treinamento ndo-supervisionado e supervisionado. O resultado do treinamento ndo-
supervisionado ndo permitiu um agrupamento em classes de suporte similares.
Entretanto, uma melhor compreensio da distribuigio dos dados no espago de feigdes
foi obtida, assim como aceitou-se mais facilmente a adogdo de um espago de feigdes
de trés dimensoes, sendo que a dimensdo da escavagdo foi introduzida em uma

relagdo com o tamanho do bloco.

A classificagiio supervisionada permitiu um mapeamento continuo de todo o
dominio do espago de feigdes. Assim, foi possivel identificar regides do dominio
cujas caracteristicas estdo relacionadas com a utilizagdo de um determinado tipo de
suporte. Estes resultados tém significado em termos médios, e mostraram-se bastante

coerentes com a interpretagiio qualitativa de cada regido do dominio.

O acesso a base de dados ¢ um ponto central para a modelagem por redes
neurais. Na literatura técnica usualmente sdo publicados junto com a descrigdo do
maci¢o apenas os valores do indice Q. A publicagdo dos valores dos pardmetros do
sistema, ¢ se possivel das categorias de cada pardmetro facilitaria em muito o

aprimoramento das classificagdes.

Como sugestdes para futuros estudos alguns pontos podem ser considerados.
Para as analises realizadas neste trabalho foram utilizados dados de projetos
construidos na Escandindvia, assim as praticas e peculiaridades geologicas daquele
local. A utilizagdo dos mesmos tipos de andlise em dados de projetos construidos em
geologias do Brasil permitira uma valiosa reflexdo sobre a limitag@o da extrapolagéo
do uso de uma classificagdo para uma geologia diferente da utilizada na sua

elaboragio.
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Uma comparagdo do mesmo tipo pode ser realizada se tomada uma base de
dados de uma mineragdo, visto que os dados analisados no trabalho referiram-se a
escavagdes para projetos hidroelétricos, ¢ as consideragdes de seguranga possuem

distingoes.

Os sistemas de classificagio geomecdnicas convencionais foram
desenvolvidos com base em poucas centenas de casos. A defini¢éo da influéncia do
numero de casos necessarios para que uma rede ganhe capacidade de generalizagio
suficiente para ser aplicada em um novo projeto pode ser realizada com base em

estudos de variagdo do tamanho do conjunto de treinamento.

A exploragdo de outras arquiteturas de rede para analisar a mesma base de
dados é um outro ponto para pesquisas futuras. Particularmente, na utilizagdo de
classificagdes ndo-supervisionadas a comparagdo entre os resultados obtidos com
diferentes métricas e diferentes espacos de feicdes pode apresentar caminhos
importantes para um melhor entendimento das regularidades nos dados dos macigos

rochosos.

Modelos estatisticos elaborados para o mesmo espago de feicdes podem ser
contrastados com os resultados obtidos com as redes neurais. A analise da dispersdo
dos resultados pode incrementar a confiabilidade nos resultados do modelo de rede

neural.

O processo de extragdo de feigdes pode ser melhorado se as convengdes
utilizadas no Sistema Q forem aprimoradas. Particularmente no que se refere ao SRF.
Uma tabela de SRF que permitisse uma melhor visualizagdo dos mecanismos, assim
como a associagdo direta com pardmetros do macigo (como a resisténcia a
compressdo simples) diminuiriam a subjetividade do processo de identificagdo das

categorias.
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Tabela A.1 - Identificagdo do projeto e descrigao.

Caso

Projeto

Descrigdo

Seitevare Hydroeletric, northern Sweden

Draft tube

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

2|3|3(3|a[2(a[3|2[3|0||~|ofo| &[]~

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

]
<o

Seitevare Hydroeletric, northern Sweden

Tailrace tunnel

21 |Seitevare Hydroeletric, northern Sweden Machine hall

22 |Seitevare Hydroeletric, northern Sweden Access tunnel, portal area

23 |Vietas Hydroeletric, northern Sweden Heading for headrace tunnel, Suorva line
24 |Vietas Hydroeletric, northern Sweden Heading for headrace tunnel, Suorva line
25 |Vietas Hydroeletric, northern Sweden Heading for headrace tunnel, Suorva line
26 |Vietas Hydroeletric, northern Sweden Heading for headrace tunnel, Suorva line
27 |Vietas Hydroeletric, northern Sweden Heading for headrace tunnel, Suorva line
28 |Vietas Hydroeletric, northern Sweden Heading for headrace tunnel, Suorva line
29 |Vietas Hydroeletric, northern Sweden Heading for headrace tunnel, Suorva line
30 |Vietas Hydroeletric, northern Sweden Access tunnel, near portal

31 |Vietas Hydroeletric, northern Sweden Heading for tailrace tunnel

32 |Vietas Hydroeletric, northern Sweden Headrace tunnel, Satisjaure line

33 |Vietas Hydroeletric, northern Sweden Headrace tunnel, Satisjaure line

34 |Vietas Hydroeletric, northern Sweden Drifts in machine hall area

35 |Vietas Hydroeletric, northern Sweden Drifts in machine hall area

36 |Vietas Hydroeletric, northern Sweden Drifts in machine hall area

37 |Vietas Hydroeletric, northern Sweden Drifts in machine hall area

38 |Vietas Hydroeletric, northern Sweden Access tunnel, near portal

39 |Rendal Hydroeletric, central Norway Headrace tunnel

40 |Rendal Hydroeletric, central Norway Headrace tunnel

41 |Rendal Hydroeletric, central Norway Headrace tunnel

42 |Rendal Hydroeletric, central Norway Headrace tunnel

43 |Sallsjo Hydroeletric, northern Sweden Tailrace tunnel

44 |Sallsjo Hydroeletric, northern Sweden Tailrace tunnel

45 |Sallsjo Hydroeletric, northern Sweden Tailrace tunnel

46 |Sallsjo Hydroeletric, northern Sweden Access tunnel, portal area
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47 |Bergvaltnet Hydroeletric, northern Sweden Tailrace tunnel

48 |Bergvattnet Hydroeletric, northern Sweden Tailrace tunnel

49 |Bergvattnet Hydroeletric, northern Sweden Tailrace tunnel

50 [Bergvattnet Hydroeletric, northern Sweden Tailrace tunnel

51 |Bergvattnet Hydroeletric, northern Sweden Tailrace tunnel

52 |Bergvattnet Hydroeletric, northern Sweden Tailrace tunnel

53 |[Bergvattnet Hydroeletric, northern Sweden Tailrace tunnel

54 |Bergvattnet Hydroeletric, northern Sweden Collector tunnel

55 |[Bergvattnet Hydroeletric, northern Sweden Collector tunnel

56 |Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

57 |Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

58 |Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

59 |Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

60 [Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

61 |Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

62 |Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

63 [Stensjofallet Hydroeletric, northern Sweden |Headrace tunnel

64 |[Stensjofallet Hydroeletric, northern Sweden  [Access tunnel, Stora Stensjon
65 |Stensjofallet Hydroeletric, northern Sweden  |Headrace tunnel

66 |Stensjofallet Hydroeletric, northern Sweden  |Access tunnel, Lilla Stensjon
67 |Stensjofallet Hydroeletric, northern Sweden  |Trailrace tunnel

68 |[Stensjofallet Hydroeletric, northern Sweden  |Machine hall

69 |Mo i Rana, northern Norway Collector tunnel (Akersvatnet)
70 [Mo i Rana, northern Norway Collector tunnel (Akersvatnet)
71 |Lierasen, Norway Twin track railroad tunnel

72 |Lierasen, Norway Twin track railroad tunnel

73 |Lierasen, Norway Twin track railroad tunnel

74 |Kappala Waste Water Treatment Plant Sedimentation chambers

75 |Kappala Waste Water Treatment Plant Sedimentation chambers (intersections)
76  |Stockholm subway Double track train tunnel

77 |Arstadal, Stockholm Underground wine and liquor storage rooms
78 |Ratan Hydroeletric, central Sweden Access tunnel

79 |Ratan Hydroeletric, central Sweden Tailrace tunnel

80 |Ratan Hydroeletric, central Sweden Tailrace tunnel

81 |Ratan Hydroeletric, central Sweden Tailrace tunnel

82 |Ratan Hydroeletric, central Sweden Tailrace tunnel

83 |Ratan Hydroeletric, central Sweden Tailrace tunnel

84 |[Ratan Hydroeletric, central Sweden Tailrace tunnel

85 |Ratan Hydroeletric, central Sweden Tailrace tunnel

86 |Ratan Hydroeletric, central Sweden Tailrace tunnel

87 |Ratan Hydroeletric, central Sweden Tailrace tunnel

88 [Ratan Hydroeletric, central Sweden Heading for tailrace tunnel

89 |Ratan Hydroeletric, central Sweden Heading for tailrace tunnel

90 |Ratan Hydroeletric, central Sweden Heading for tailrace tunnel

91 |Ratan Hydroeletric, central Sweden Surge chamber

92 |Letsi Hydroeletric, northern Sweden Intersection of access tunnels to tailrace

tunnel and machine hall
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Tabela A.2 - Parametros do Sistema Q.

Caso| RQD | Cat. [ Jn | Cat. Jr Cat. Ja Cat. | Jw | Cat. | SRF | Cat. Q
RQD Jn Jr Ja Jw 1SRE

1 70 1.C 8 [20D)] 1 3.H 6 4.K 1 5.A 10 6.A | 0.1458
2 90 1.E 4 2D 1 3.H 6 4.K 1 5A | 25 | 6.C 15
3 60 1.C 9 2.F 1 3.F 1 4.8 1 5.A 1 6.J | 6.6667
4 50 1.C 2 2B | 1.5 | 3D 6 4.G 1 5.A 1 6.J 6.25
5 80 | 1D 2 2.8 1 3.F 4 4.F 1 5.A 1 6.J 10
6 60 | 1.C 2 2B 2 3.C 1 4.B 1 5.A 1 6.J 60
7 70 1.C 3 2C | 05 | 3G 4 4.E 1 5.A 1 6J | 2.9167
8 70 1.C 2 2.8 1 3.F 1 4B 1 5.A 1 6.J 35
9 80 | 1.D 9 2.F 1 3.F 1 4B 1 5.A 1 6.J | 8.8889
10 60 1.C 9 2.F 1 3.F 1 4.8 1 5.A 1 6.J | 6.6667
11 20 1.A 2 2B 1 3.H 10 4.0 1 5A | 25 | 6.C 0.4
12 100 | 1.E 3 2C | 15 | 3D 4 4E 1 5.A 1 6.J 12.5
13 80 1.D 6 2E 15 | 3D 6 4G [ 033 | 5D 1 6.J 1.1
14 70 1.C 6 2.E 15 | 3D 6 4G | 066 | 5B 1 6.J 1.925
15 80 1.D 6 2E | 15 | 3D 6 4.G 1 5A 1 6.J | 3.3333
16 60 | 1.c | 12 | 2G 2 3.C 1 4B 1 5.A 1 6.J 10
17 100 | 1.E 2 2B | 15 | 3.E 1 4.8 i 5.A 1 6.J 75
18 10 1.A 20 2J 1 3.H 8 4L 1 5.A 5 6B | 0.0125
19 30 1B 20 2.J 1 3.H 8 4.L 1 5.A 5 6.8 | 0.0375
20 70 1.C 2 2.8 1 3.F 1 4B 1 5.A 1 6.J 35
21 100 | 1.E 1 2.A 4 3.A 1 4B | 066 | 5B 1 6.J 264
22 100 | 1.E 12 |2(2E)| 15 | 3.E 4 4.F 1 5A | 25 | 6H 1.25
23 30 1.8 3 2.C 1 3.H 6 4K 1 5A | 25 | 6.C | 0.6667
24 60 1.C 6 2.E 1 3.H 6 4.K 1 S5A | 25 | 6.C | 0.6667
25 70 1.C 6 2.E 15 | 3.D 2 4.C 1 5A | 25 | 6C 3.5
26 80 1.D 4 2D 1 3.F 1 4.8 1 5.A 1 6.J 20
27 9 | 1.E 4 2.D 1 3.F 1 4.8 i 5.A 1 6.J 22 5
28 40 1.B 6 2.E 15 | 3.D 4 4.F 1 5.A 1 6.J 2.5
29 90 1:E 2 2B 3 3B 1 48 1 5.A 1 6.J 135
30 10 1.A 3 2C 1.5 3.D 1 4.8 1 5.A 25 6.H 2
31 100 | 1.E 4 2D 1 3.F 1 4.8 1 5A | 25 | 6H 10
32 80 | 1D 9 2.F 1 3F i 4B 1 5.A 1 6J | 8.8889
33 40 1.B 9 2F 1 3.H 10 4.0 1 5A | 25 | 6.C | 0.1778
34 90 1.E 12 |3(2D)] 1 3F 1 4B 1 5.A 1 6.J 7.5
35 10 1.A 3 2C 2 3.C 1 4.B 1 5.A 1 6.J | 6.6667
36 20 | 1A 2 2B 2 3.C 1 4.B 1 5.A 1 6.J 20
37 20 1.A 6 2E 1.6 | 3.D 6 4.G 1 5.A 1 6.J |10.8333
38 60 1.C 12 [22.E)] 1 3.F 1 4B 1 5A | 25 | 6H 2
39 20 1.A 15 2.H 1 3.F 1 4B | 066 | 5.B 5 6.G | 0.176
40 50 i.C 6 2E 1 3.F 12 4.4 1 5A | 25 | 6.C | 0.2778
41 60 | 1.C 2 2.8 2 3.Cc 12 4.J 1 5A | 25 | 6.C 2
42 40 i.B 6 2E | 05 | 3.G 12 4.J 1 5A | 25 | 6.C | 0.1111
43 20 1.A 2 2B | 05 | 3G 12 4.J 1 5A | 25 | 6.C | 0.1667
44 10 1.A 6 2.E 2 3.C 1 4.B 1 5A 1 6.J | 3.3333
45 % | 1.E 4 2D 1 3H | 13 | 4R 1 5A | 25 | 8.C | 0.6923

171



6.H

46 | 30 | 1B | 8 22D 1 | 3F ] 1 | 4B | 1 | 5A | 25 15
47 | 10 | 1A | 2 | 2B | 1 | 3H | 8 | 4L |066| 5B | 5 | 6.8 | 0.0825
48 | 10 | 1A | 2 | 2B | 1 |3H | 10 |40 | 1 [5A | 5 | 68 | 041
49 | 30 | 1B | 3 |2C | 1 |3H | 13 [ 4P | 1 [ 5A | 5 | 6B [0.1538
50 | 40 | 1B | 2 | 2B | 05 |[3G | 6 | 4G | 1 | 5A | 25 | 6.C | 0.6667
51 0 | 1A | 2 | 2B | 05 | 3G | 6 |4G | 1 | 5A | 25 | 6C | 0.1667
52 | 10 | 1A | 2 | 2B | 1 | 3F | 1 | 4B | 1 | 6A | 1 6.J 5
53 | 50 | 1C | 4 | 2D | 1 |3H | 10 |40 | 1 | 5A | 25 [6C | 05
54 | 70 | 1C | 3 |2C | 1 |[3H | 13 | 4P | 033 | 6D | 25 | 6.C | 0.2369
55 | 80 | 1.0 | 2 | 2B | 05 | 3G | 8 | 4H |066| 58 | 25 | 6.C | 0.66
56 | 10 | 1A | 20 | 20 | 15 | 3D | 6 | 4G | 033 | 6D | 25 | 6.C | 0.0165
57 | 40 | 1B | 20 | 2J | 156 [ 3D | 6 | 4G | 033 | 5D | 25 | 6C | 0.066
58 | 100 | 1€ | 4 | 2D | 156 | 3E | 4 | 4F | 1 | 56A | 25 | 6C | 3.75
50 | 50 | 1C | 20 | 2J | 05 [ 3G | 6 | 4G | 1 | 6A | 25 | 6.C | 0.0833
60 | 80 | 1iD| 2 | 2B |05 | 3G | 6 | 4G | 1 | 5A | 25 | 6. | 1.3333
61 70 | 1C | 6 | 2E | 1 | 3H | 20 | 4R | 1 | 6A | 25 | 6.C | 0.2333
62 | 90 | 1E| 6 | 2E | 15 | 3D | 6 | 4G | 1 | 5A | 25 |56.B) 15
63 | 100 | 1E| 9 | 2F | 1 | 3F | 1 | 4B | 1 | 5A | 25 | 6F | 4.4444
64 | 100 | 1E | 9 [ 2F | 1 [ 3F | 1 | 4B | 1 | 5A | 25 | 6.H | 4.4444
65 | 90 | 1E | 9 | 2F [ 1 3J | 5 | 4N | 1 | 5A | 5 | 6E 0.4
66 | 70 | 1C| 4 [ 2D [ 15 [3E | 2 [4C | 1 | 6A | 5 | 6E | 2.625
67 | 20 | 1A | 2 | 2B | 1 |3F | 2 |4C |02 | 5E | 1 6.J 1

68 | 100 | 1E | 05 | 2A | 5 |3A¥i| 1 | 4B | 1 | 5A | 1 6J | 1000
69 | 90 | 1E| 4 | 2D | 1 | 3H | 20 | 4R | 066 | 5B | 25 | 6.C | 0.297
70 | 40 | 18| 2 | 2B | 15 [3E | 1 | 4B | 1 | 56A | 25 | 6.H 12
71 | 30 | 1B | 6 | 2E | 1 | 3H | 20 | 4R | 066 | 6B | 10 | 6.A | 0.0165
72 | 70 | 1C | 6 | 2E | 1 | 3H | 20 | 4R | 066 | 6B | 10 | 6.A | 0.0385
73 | 80 | iD | 3 | 2C | 1 | 3H | 20 | 4R | 066 | 58 | 10 | 6A | 0.088
74 | 100 | 1E| 2 | 2B | 1 |3F | 1 | 4B | 1 | 5A | 1 6.J 50
75 | 100 | 1E | 6 |3@B)| 1 | 3F | 1 | 4B | 1 | 5A | 1 6J | 16.667
76 | 70 | ic | 6 | 2E | 1 | 3H | 10 40| 1 | 5A | 5 | 6B |0.2333
77 | 100 [ 1E | 1 | 2A | 5 |3A+i| 1 | 4B | 1 | 5A | 25 | 6H | 200
78 | 9% |41E| 2 | 2B | 156 | 3E | 1 | 4B | 1 | 5A | 25 | 6H 27
79 | 10 | 1A | 20 | 2J | 1 3 | 5 | 4N | 1 | 5A | 5 | 6G | 0.02
80 | 50 | 1C| 3 | 2C |05 | 3G | 6 |4G | 1 | 5A | 5 | 6B |0.2778
81 | 30 | 1B | 6 | 2 | 1 3J | 6 | 4K | 066 | 5B | 25 | 6.C | 0.22
82 | 80 | 1D | 9 | 2F | 1 |3F | 1 | 4B | 1 | 5A | 1 6.J | 8.8889
83 | 70 | 1C | 4 | 2D | 1 |3F | 1 | 4B | 1 | 6A | 1 6J | 175
84 | 60 | 1C | 12 |26 | 1 | 3F | 1 | 4B | 066 | 5B | 25 | 6.C | 1.32
85 | 30 | 1D | 20 | 2J | 1 | 3H | 6 | 4K | 066 | 658 | 25 | 6.C | 0.066
86 | 90 | 1E| 4 | 2D | 05 | 3G | 6 | 4G | 1 | 5A | 1 6J | 1.875
87 | 100 | 1E| 1 | 2A | 4 | 3A | 1 [4B | 1 | 5A | 1 6J | 400
88 | 50 | 1C| 4 | 2D | 05 | 3G | 6 | 4G |066| 5B | 25 | 6.C | 0.275
80 | 80 | 1D| 3 |2C| 1 |3F | 3 [4D | 1 | 5A | 25 | 6C | 3.5556
90 | 90 | 1E| 2 | 2B | 156 | 3E | 6 | 4G | 066 | 5B | 1 6J | 7.425
91 | 9 | 1E| 2 | 2B | 16 | 3E | 1 | 4B | 1 | 5A | 1 6J | 67.5
92 | 30 | 18 | 9 [3@2C)| 15 | 3E | 1 | 4B | 1 | 5A | 1 6. 5
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Tabela A.3 - Pardmetros complementares.

Caso | Vdo |Altura| Prof. [ ESR [D/ESR| Stab | D0_30 |D30_60]D60_30) S0_30 |$30_60|560_90
(m) | (m) (m)
1 9 9 180 | 1.3 | 6.92 R 0 0 1 1 0 1
2 9 9 190 | 1.6 | 5.63 R 0 0 1 1 0 1
3 9 9 200 | 16 [ 6563 | W 0 1 1 1 1 0
4 9 9 170 | 1.6 | 563 | W 0 0 1 1 0 0
5 9 9 150 | 1.6 | 5.63 B 0 0 1 0 0 1
6 9 9 150 | 1.6 | 5.63 N 0 0 1 1 0 0
7 9 9 140 | 1.6 | 5.63 W 0 1 1 1 1 0
8 9 9 140 | 1.6 | 563 N 0 1 0 0 1 0
9 9 9 140 | 1.6 | 5.63 R 0 0 1 1 0 1
10 9 9 120 | 1.6 | 5.63 W 0 1 1 1 1 0
11 9 9 120 | 16 | 5663 | W 0 0 1 0 1 0
12 9 9 60 16 | 563 | W 0 0 1 1 0 0
13 9 9 100 | 1.6 | 5.63 W 0 0 1 1 1 0
14 9 9 100 | 1.6 | 5.63 W 1 0 1 1 0 0
15 9 9 100 | 1.6 | 5.63 W 1 0 1 1 0 0
16 9 9 120 | 16 | 563 | W 1 0 1 0 1 1
17 9 9 120 | 1.6 | 5.63 W 0 0 1 1 0 0
18 9 9 50 1.6 | 5.63 W 0 1 0 0 1 0
19 9 9 50 16 | 563 | W 0 1 0 0 1 0
20 9 9 30 1.6 | 5.63 N 0 0 1 1 0 0
21 13 11 170 1 13.00| N 0 0 1 0 1 0
22 4 3 |5-10m| 1 4.00 R 1 0 1 1 0 0
23 125 | 65 | 160 | 16 | 7.81 R 1 0 1 1 0 0
24 125 | 6.5 60 1.6 | 7.81 R 1 1 0 1 0 0
26 125 | 6.5 80 1.6 | 7.81 R 1 0 1 1 1 0
26 125 | 6.5 60 1.6 | 7.81 R 0 1 1 1 1 0
27 125 | 6.5 90 16 | 7.81 N 1 0 1 1 0 0
28 125 | 6.5 | 100 | 1.6 | 7.81 R 0 1 1 1 0 0
29 125 | 6.5 80 1.6 | 7.81 N 0 1 0 0 1 0
30 15 9 [10-50m| 1.3 |11.54| R 1 0 0 1 0 0
31 12 9 [10-30m| 1.6 | 7.50 R 1 0 1 1 0 1
32 125 | 7.5 |50-80m| 1.6 | 7.81 R 1 0 1 1 0 1
33 125 | 7.5 |50-80m| 1.6 | 7.81 R 1 0 1 1 0 1
34 5 5 70 1.6 | 313 | W 1 0 1 0 1 0
35 5 5 110 | 1.6 | 3.13 N 0 0 1 0 0 1
36 5 5 60 1.6 | 3.13 N 0 0 1 0 0 1
37 5 5 110 | 1.6 | 3.13 R 0 1 1 1 1 0
38 5 5 10 1 5.00 R 1 0 1 1 1 0
39 8 6 200 | 1.6 | 5.00 B 1 0 1 1 0 1
40 8 6 200 | 1.6 | 5.00 B 0 0 1 0 1 1
41 8 6 160 | 1.6 | 5.00 R 1 0 0 1 1 0
42 8 6 200 | 1.6 | 5.00 R 1 0 1 1 0 1
43 9 8 110 | 16 | 563 R 0 1 0 0 1 0
44 9 8 30 1.6 | 5.63 R 0 0 1 0 1 1
45 9 8 100 | 1.6 | 5.63 R 0 1 1 1 0 0
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46 7 6 |7-10m| 1 7.00 R 0 1 1 0 1 0
47 6.5 4.5 30 1.6 | 4.06 R 0 1 0 0 0 1
48 6.5 4.5 50 1.6 | 4.06 R 0 1 0 0 0 1
49 6.5 4.5 30 1.6 | 4.06 R 1 0 0 0 0 1
50 6.5 4.5 70 1.6 | 4.06 R 0 1 0 0 0 1
51 6.5 4.5 60 1.6 | 4.06 R 0 1 0 0 0 1
52 6.5 4.5 70 1.6 | 4.06 N 0 1 0 0 1 0
53 6.5 4.5 60 1.6 | 4.06 R 0 1 0 0 1 0
54 4.2 4.5 60 1.6 | 2.63 R 0 0 1 1 0 0
55 4.2 4.5 90 16 | 2.63 R 1 0 0 1 0 0
56 5.9 | 425 | 100 1.6 | 3.69 B 0 1 1 1 1 1
57 59 | 425 | 100 1.6 | 3.69 B 0 1 1 1 1 1
58 59 | 4256 | 90 1.6 | 3.69 R 0 1 0 1 0 0
59 59 | 4256 | 95 1.6 | 3.69 R 0 0 1 0 0 1
60 59 | 425 | 85 1.6 | 3.69 R 0 1 0 0 0 1
61 59 [ 425 ]| 70 1.6 | 3.69 R 0 0 1 0 0 1
62 59 | 425 | 40 1.6 | 3.69 R 1 0 1 1 0 1
63 59 | 425 | 80 1.6 | 3.69 R 1 0 1 1 0 0
64 5 5 15 1.3 | 3.85 R 1 0 1 1 1 0
65 59 | 425 | 40 16 | 3.69 R 1 0 1 1 0 1
66 7 45 |15-20m| 1.3 | 538 R 1 0 1 1 0 0
67 5.9 4.8 100 1.6 | 3.69 R 0 0 1 1 0 0
68 10 15 300 1 10.00| N 0 0 0 0 0 0
69 8 5.7 15 1.6 | 5.00 B 0 0 1 1 1 0
70 8 5.7 15 1.6 | 5.00 N 0 0 1 0 0 1
71 9.5 6.5 |>100m| 1 9.50 B 1 0 1 0 1 1
72 9.5 6.5 |[>100m| 1 9.50 B 1 0 1 0 1 1
73 9.5 6.5 [>100m| 1 9.50 B 1 0 1 0 1 1
74 12 12.5 [<100m| 1.3 | 9.23 N 0 0 1 1 0 0
75 12 12.5 |<100m| 1 1200 W 0 0 1 1 0 0
76 8 6 |20-30m| 1 8.00 B 0 1 1 1 1 0
77 20 | 245 18 1.3 [15638| N 0 0 1 0 1 0
78 5 4.5 |5-10m| 1.3 | 3.85 N 1 0 0 0 0 1
79 |11.25| 83 |5-20m| 1.6 | 7.03 B 0 0 0 0 0 0
80 ([11.25| 8.3 30 16 | 7.03 R 0 0 1 0 1 0
81 |11.25| 8.3 60 1.6 | 7.03 R 1 1 1 0 0 1
82 |11.25| 83 60 1.6 | 7.03 B 1 0 1 1 0 1
83 |[11.25| 8.3 60 1.6 | 7.03 N 1 0 1 0 0 1
84 |11.25| 8.3 70 1.6 | 7.03 R 0 1 1 1 1 1
86 |11.25| 8.3 60 1.6 | 7.03 B 0 1 1 0 0 1
86 |11.25| 8.3 60 16 | 7.03 B 0 1 0 0 1 0
87 |11.25| 83 50 16 | 7.03 N 0 0 1 0 0 1
88 |[11.25| 5.5 60 16 | 7.03 R 1 0 0 1 0 0
89 |11.25| 55 60 1.6 | 7.03 R 1 0 0 1 0 0
90 |11.25| 5.5 60 1.6 | 7.03 R 0 1 0 1 0 0
91 12 5 60 1.3 | 9.23 N 0 0 1 0 0 1
92 20 9 100 1 2000 R 0 1 1 0 0 1
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Figura A.1 — Mapeamento do dominio para as saidas.





